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OZET

Bu caligma, derin dgrenme modellerinde gizli katman ve néron sayilarinin belirlenmesi
konusunu ele almaktadir. Calismanin odak noktasi, bu gizli katman ve néron sayilarinin belirlenmesi
icin genetik algoritma ve alternatif yontemlerin incelenmesidir. Calisma, genetik algoritma tarafindan
onerilen yontemle diger alternatif yontemler arasinda bir karsilagtirma yaparak bu modeller arasindaki
farkliliklar1 analiz etmeyi amaglamaktadir. Tezin teorik temelini, derin 6grenme ve genetik algoritma
olusturmaktadir. Derin 6grenme model yapilari, gizli katmanlar ve néron sayilar1 hakkindaki temel
kavramlar, detayli bir sekilde incelenmistir. Diger taraftan ¢aligsmada, genetik algoritma ve alternatif
yontemlerin teorik cergevesi, bu algoritmalarin nasil calistigi ve derin 6grenme modellerindeki

parametre optimizasyonu i¢in nasil kullanmlabilecegi agiklanmaktadir.

50.000 gozlemli teorik verilerle yapilan ¢alismada genetik algoritmanin en diisiik MSE degeri
ile 6ne ¢iktig1 goriilmektedir. Gergek verilere gore ise, genetik algoritmanin yine en diisiik MSE degerine

sahip oldugu, Heaton tarafindan 6nerilen kurallarin ise ikinci sirada yer aldigi gézlemlenmektedir.

Gergek verilere gore elde edilen sonuglar da benzer bir siralamayi ortaya koymaktadir, ancak
Huang tarafindan Onerilen tek katmanli agin teorik verilere gore daha iyi performans gosterdigi, ¢ift
katmanli agin ise daha diisiik sonuglar verdigi dikkat cekmektedir. Bu sonuglar, teorik ve gergek veriler

arasinda genetik algoritmanin istikrarli performansini vurgulamaktadir.

Teorik ve gercek verilere ait Kruskal-Wallis testleri, yontemler arasinda istatistiksel olarak
anlamli farklar oldugunu gostermektedir. Genetik algoritma, teorik ve gercek verilere gore en diisiik
MSE degeri ile &ne ¢ikmustir. Istatistiksel anlamda benzer performans gosteren diger yontemler arasinda

ise Heaton kurallari, Faktor Analizi ve Huang’in tek katmanli ag modeli yer almaktadir.

Sonug olarak, bu caligma derin 6grenme modellerinin uygulanmasinda genetik algoritma,
Heaton kurallari, Faktor Analizi ve Huang'un c¢ift/tek katmanli aglarmi karsilastirmig ve genetik
algoritmanin genelde en iyi performansi sergiledigini gostermistir. Ancak, yoOntemlerin
performanslarinin teorik ve gergek veriler arasinda bazi farkliliklar gosterdigi goriilmektedir. Bu
calisma, gelecekteki arastirmalar igin genis bir perspektif sunacak ve derin 6grenme modellerinin hiper
parametrelerinin belirlenmesinde kullanilan yontemlerin etkisinin daha iyi anlagilmasina katki

saglayacaktir.

Anahtar Kelimeler: Derin Ogrenme, Genetik Algoritma, Optimizasyon, Yapay Sinir Aglart



ABSTRACT

This paper addresses the issue of determining the number of hidden layers and neurons in deep
learning models. The focus of the study is to examine the genetic algorithm and alternative methods to
optimize these parameters. The study aims to provide a comparison between the method proposed by
the genetic algorithm and other alternative methods, analyzing their impact on the architecture of deep
learning models. The theoretical basis of the thesis focuses on deep learning, genetic algorithm. The
basic concepts of deep learning model structures, hidden layers and neuron counts are analyzed in detail.
The theoretical framework of the genetic algorithm and alternative methods explains how these

algorithms work and how they can be used for parameter optimization in deep learning models.

With 50000 observations of theoretical data, the genetic algorithm stands out with the lowest
MSE value. According to real data, it is observed that the genetic algorithm has the lowest MSE value

again, while the rules proposed by Heaton are in second place.

The results based on real data show a similar ranking, but it is noteworthy that the single-layer
network proposed by Huang outperforms the theoretical data, while the double-layer network gives
inferior results. These results emphasize the consistent performance of the genetic algorithm between

theoretical and real data.

Kruskal-Wallis tests for the theoretical and real data show that there are statistically significant
differences between the methods. The genetic algorithm stands out with the lowest MSE value compared
to the theoretical and real data. Other methods with statistically similar performance include Heaton

rules, factor analysis and Huang single layer network.

In conclusion, this study compares genetic algorithm, Heaton's rules, factor analysis and
Huang's double/single layer network in the application of deep learning models and shows that genetic
algorithm generally performs the best. However, the performance of the methods showed some
differences between theoretical and real data. This study provides a broad perspective for future research
and contributes to our further understanding of the impact of methods in determining the

hyperparameters of deep learning models.

Keywords: Deep Learning, Genetic Algorithm, Optimization, Artificial Neural Network
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1. GIRiS

Glnlimiizde derin 6grenme, yapay zeka alaninda onemli bir yer edinmis, karmasik veri
setlerinin analizi, Oriintli tanima, tahminleme ve siiflandirma gibi birgok uygulama alaninda basariyla
kullanilan gii¢lii teknolojiler arasinda yer almaktadir. Derin 6grenme modelleri, gizli katmanlar ve néron
sayilar1 gibi temel yap1 taglar lizerine kurulmus, ancak bu yapilarin optimal konfigiirasyonu konusunda
halen birgok soru isareti bulunmaktadir. Caligmanin giris boliimiinde, derin 6grenme genel olarak
incelenmis ve daha sonra bu alandaki temel kavramlar yani gizli katmanlar ve noron sayilarinin

belirlenmesindeki temel zorluklar ele alinmistir.

Derin 6grenme uygulamalarinda karsilagilan en biiyiik zorluklardan biri, gizli katmanlarin ve
noron sayilarinin belirlenmesidir. Bu parametrelerin dogru bir sekilde segilmemesi, modelin
performansini etkileyebilir ve dogru sonuglara ulasmay1 engelleyebilir. Bu nedenle ¢alisma, bu temel
sorunlara ¢dziim getirme amacini tagimaktadir. Derin 6grenmenin genis veri setleri tizerindeki etkili
kullaniminin daha iyi anlagilabilmesi ve bu konudaki bosluklarin doldurulabilmesi i¢in bu

parametrelerin optimize edilmesi gerekmektedir.

Derin 6grenmede kag¢ tane gizli katman olmasi gerektigi ve her katmanda kag¢ tane ndron
kullanilmas1 gerektigi, derin grenme uygulamalar1 sirasinda cevaplanmakta zorlanilan konulardir. ilk
derin 6grenme uygulamalarinin {izerinden 30 yildan fazla bir zaman gegmesine ragmen bu iki konuya

giiniimiizde de net bir cevap verilmesi miimkiin degildir (Mas ve Flores, 2008).

Bu ¢aligmanin amaci, yukarida da belirtildigi iizere, gliniimiizde hala net olarak cevaplanamamis
bu iki konu i¢in sunulmusg yontemleri incelemek, gergek ve teorik veriler iizerinde sunulmus yontemleri
karsilagtirarak en optimum siirede en az hata ile ag1 olusturabilecek gizli katman ve néron sayisini

belirleyecek yontemi tespit etmektir.

Caligmanin hedefleri arasinda, literatiirdeki yontemlerin ayrintili bir analizi, gergek ve teorik
veriler lizerinde bu yontemlerin karsilagtirilmasi, en iyi parametre konfiglirasyonunun tespiti ve bu

alandaki bilimsel ve uygulamaya yonelik katkilari bulunmaktadir.

Bu ¢alisma, derin 6grenme modellerinde gizli katmanlarin ve ndron sayilarinin belirlenmesinde
kullanilan mevcut yontemleri sistematik bir sekilde incelemeyi ve bu yontemleri gercek ve teorik veriler
iizerinde karsilastirmay1 icermektedir. Calisma, belirli bir sira ve zaman ¢izelgesine gore yiiriitiilmekte,
her asamada elde edilen sonuglar dikkate alinarak analiz edilmekte ve en sonunda bir yontem Onerisi

sunmaktadir.



Arastirmada, gergek veriler olarak Istanbul ili bazinda Ekim 2022 yilinda sahibinden.com
iizerinden elde edilen 65726 adet satilik eve ait veriler kullanilmigtir. Teorik veriler olarak normal
dagilimdan tiiretilmis 50000 gozlemli bir veri seti elde edilmistir. Calismada kullanilan veriler, her alana
uyumluluk saglayamayacagi icin elde edilen sonucglarin genellenmesi konusunda bazi sinirlamalarin
yapilmasi gerekmektedir. Veri seti boyutu, kullanilan algoritmanin sinirlamalar1 ve diger faktorler,
calismanin genel kapsamimi ve derin 6grenme alanindaki hizla degisen teknolojik gelismeler ise

calismanin sonuglariin gegerliligini etkileyebilmektedir.

Bu arastirma, derin 6grenme modellerinde gizli katmanlarin ve noron sayilarimin
belirlenmesindeki zorluklara ve sorunlara yonelik kapsamli bir analiz sunarak, bu alandaki bilgi
birikimine katkida bulunmay1 hedeflemektedir. Elde edilecek sonuglar, derin 6grenme alanindaki
aragtirmalara yeni bir bakis agis1 kazandirmakta ve uygulamada daha etkili modellerin gelistirilmesine

katki saglamaktadir.

Calismanin tamamlanmasi sonucunda, derin 6grenme modellerinde gizli katmanlarin ve néron
sayilarinin belirlenmesinde daha etkili ve optimize edilmis bir yontemin ortaya ¢ikmasi beklenmektedir.
Bu sonug, bilimsel literatiirde yeni bir bakis acist sunabilecek ve derin 6grenme modellerinin daha iyi
anlasilmasina ve kullanilmasina katkida bulunacaktir. Bu c¢alismanin 6nemi, derin Ogrenme
modellerinin performansin1 artirmak ve daha genis bir uygulama yelpazesine yaymak isteyen

aragtirmacilara ve profesyonellere yeni bir ¢ergeve sunmasidir.

Istanbul, sadece cografi konumuyla degil, aym zamanda tarihi ve kiiltiirel zenginlikleriyle de
diinya genelinde benzersiz bir sehir olarak kabul edilmektedir. Bogaz Kopriisii ile iki kitay birlestiren
ve tarihi dokusuyla géz kamastiran Istanbul, tarihi Ipek Yolu iizerinde stratejik bir konumda yer
almaktadir. Bu stratejik konum, sehre hem Asya hem de Avrupa kiiltiirlerini ve etkilesimini bir araya

getirme 6zelligi kazandirmaktadir.

Istanbul, sadece Tiirkiye'nin degil, ayn1 zamanda bolgesinin ekonomik bir giiciidiir. Tiirkiye'nin
finans, ticaret, sanayi ve turizm alanlarinda lider bir sehri olarak, Istanbul'un ekonomik biiyiimesi son
yillarda dikkat ¢ekici bir ivme kazanmaktadir. Bu biiyiime, sehrin emlak sektoriinii de olumlu bir sekilde
etkilemektedir. Yiiksek istihdam potansiyeli, sehirdeki is olanaklar1 ve biiyiiyen ekonomi, istanbul'u

hem yerli hem de uluslararas1 yatirimeilar igin cazip kilmaktadir.

Niifus artis1 da Istanbul'daki emlak piyasasini sekillendiren onemli faktdrler arasinda yer
almaktadir. Hizla biiyliyen niifus, konut talebini artirmakta ve sehirdeki gayrimenkul projelerini tesvik
etmektedir. Ozellikle geng niifusun sehre olan gécii, konut talebinde artisa neden olmakta, boylece yeni

konut projelerinin ortaya ¢ikmasina yol agmaktadir.



Emlak piyasasinda, bir evin fiyatini belirleyen faktorler arasinda fiziksel 6zellikler onemli bir
yer tutar. Evlerin fiziksel 6zellikleri, alicilarin tercihleri {izerinde belirleyici bir etkiye sahiptir. Bu
kapsamda, evin biiyiikliigli, oda sayisi, banyo sayisi, balkon gibi unsurlar, alicilarin satin alma

kararlarini etkileyen 6nemli faktorler arasinda yer almaktadir.

Bu c¢aligmada, Istanbul'daki emlak piyasasmi analiz etmek ve ev fiyatlarini tahmin etmek
amaciyla derin 6grenme modelinin tasarlanmasi1 amaglanmaktadir. Model, genis ve detayli bir veri seti
iizerinde egitilmis olup, evlerin fiziksel 6zellikleri ile fiyatlar arasindaki iligkiyi anlamak i¢in giiglii bir

analitik ara¢ sunmaktadir.

Uygulama igin kullamlan 2022 yili veri seti, Istanbul genelindeki satilik konut ilanlarin
kapsayan genis bir 6rnekleme sahiptir. Bu zengin veri seti, ¢esitli mahallelerdeki konut piyasasinin
dinamiklerini anlamak ve kullanicilara giivenilir fiyat tahminleri sunmak amaciyla kullanilmaktadir.
Modelin kullanict dostu bir arayiizle entegre edilmesi, potansiyel ev alicilarinin ve saticilarinin daha

bilingli kararlar vermelerine katki saglayacaktir.

Tezin birinci boliimii giris bolimii olup, bu boliimde ¢alismanin amacina ve Oonemine yer

verilmistir.

Tezin ikinci bolimiinde, derin 6grenme kavrami ve derin 6grenme ile ilgili temel kavramlar
aciklanmakta ve daha sonra derin Ogrenmede kullanilan veri ve yontemler ayrintili olarak
incelenmektedir. Ayrinca bu boliimde bibliyometrik analiz ile derin 6grenme konusunda literatiir

taramasina yer verilmistir.

Ukgiincii boliimiinde, genetik algoritma kavramu ve genetik algoritma ile ilgili temel kavramlar
aciklanmakta ve daha sonra genetik algoritmada kullanilan veri ve yontemlerden ayrintili olarak
bahsedilmektedir. Ayrinca genetik algoritma konularinda bibliyometrik analiz ile elde edilen bulgular

incelenmistir.

Dordiincii boliimiinde ise emlak sektoriine ait tanimlayici istatistikler yer almakta, teorik ve

gercek veriler lizerinde gerceklestirilen analizlere ait kargilagtirmalar incelenmektedir.

Sonug boliimiinde ise ¢alismanin genel bir degerlendirilmesi yapilarak, sonraki ¢aligmalar i¢in

onerilerde bulunulmustur.



2. DERIN OGRENME

Derin 6grenme, 6rnekten 6grenme fikrine dayanan makine 6grenmesi adi verilen daha genel bir
yapay zeka alaninin bir alt kiimesidir. Yapay zeka, makine 6grenmesi ve derin 6grenmenin hiyerarsik
yapist Sekil 1’de verilmistir. Makine 6grenmesinde, bir bilgisayar sorunu ¢ézmek icin devasa bir
kurallar listesi 6grenmek yerine, ona verilen 6rnekleri degerlendirebilecegi bir model ve hata yaptiginda
modeli degistirmesi i¢in kii¢iik bir talimat verilmektedir. Zaman i¢inde, uygun bir modelin sorunu son

derece dogru bir sekilde ¢cozmesi beklenmektedir.

Derin Ogrenme

Makine Ogrenmesi

Yapay Zeka

Sekil 1. Yapay Zeka, Makine Ogrenmesi ve Derin Ogrenme
Bir veri modeline kag¢ katmanin katkida bulundugu modelin derinligi olarak adlandirilir. Modern
derin 6grenme genellikle onlarca hatta yiizlerce ardisik temsil katmani icermekte ve bunlarin hepsi
egitim verilerine uygulanarak otomatik olarak egitilmektedir. Bu arada, makine 6grenimine yonelik
diger yaklagimlar, verilerin yalnizca bir veya iki temsil katmanini 6grenmeye odaklanma egilimindedir;

bu nedenle, bazen s1g 6grenme olarak adlandirilirlar (Chollet, 2018).

Derin 6grenme, sinir ag1 programlamada nispeten yeni bir gelismedir ve derin sinir aglarim
egitmenin bir yolunu temsil eder, Temelde ikiden fazla katman i¢in tiim ndral aglar derin sinir ag1 olarak
adlandirilmaktadir. Pitts’in (1943) cok katmanli aglar1 kesfetmesinden bu yana, derin sinir aglar
olusturulmaya baslanmistir. Ancak, Hinton (1984) karmasik sinir aglarini basarili bir sekilde egiten ilk
aragtirmact olana kadar, derin sinir aglar1 etkili bir sekilde egitilmeyi bagaramamistir (Heaton, 2013:

s.171).

Derin 6grenme, son yillarda oldukca popiiler hale gelmistir. Bunun nedeni, derin 6grenme

modellerinin birgok gorevde insan seviyesinde veya insan seviyesine yakin performans elde



edebilmesidir. Derin 6grenme, goriintii tanima, dogal dil isleme, ses tanima, makine ¢evirisi, robotik ve

finans gibi ¢esitli alanlarda kullanilmaktadir.

2.1. Derin Ogrenme Kavrami

Goodfellow, Bengio ve Courville (2016) derin 6grenmenin tanimini; denetimli 6grenme icin
¢ok giiclii bir ¢erceve sunan, daha fazla katman ve bir katman i¢inde daha fazla sayida néron ekleyerek
olusturulan derin bir ag olarak tanimlamakta, artan karmagikliktaki islevleri basarili bir sekilde temsil

edebilen aglar olarak belirtmektedir.

Chollet (2018) derin 6grenmeyi; makine dgreniminin 6zel bir alt alan1 olarak belirtmekte ve
giderek daha anlamli hale gelen iliskilerin ardigik katmanlarini 6grenmeye vurgu yapan, verilerden

iligkileri 6grenmeye yonelik bir yontem olarak tanimlamaktadir.

LeCun, Bengio ve Hinton (2015) temsili 6grenmeyi; bir makinenin ham verilerle beslenmesine
ve algilama veya siflandirma i¢in gereken iliskileri otomatik olarak kesfetmesine olanak taniyan bir
dizi yontem olarak belirtmekte ve derin 6grenme yontemlerini, her biri bir seviyedeki iligkiyi (ham
girdiden baslayarak) daha yiiksek, biraz daha soyut bir seviyedeki bir iliskiye doniistiiren, basit ancak
dogrusal olmayan modiillerin olusturulmasiyla elde edilen ¢oklu iligki seviyelerine sahip temsili
O0grenme yontemleri olarak tanimlamaktadir. Bu tiir doniisiimlerin yeterli sayida bir araya getirilmesiyle

¢ok karmagik fonksiyonlar 6grenilebilir.

Sejnowski (2018) derin 6grenmenin tanimini, matematik, bilgisayar bilimi ve ndrobilime
dayanan bir makine 6grenme dali olarak belirtmektedir. Derin 6grenmenin kaynagi, yapay zekanin
olusturulmasi i¢in iki farkli vizyonun oldugu 1950’lerde yapay zekdnin dogusuna dayanmaktadir:
Vizyonlardan birincisi, yapay zekanin yillardir baskin oldugu mantik ve bilgisayar programlarina

dayanmakta, digeri ise dogrudan verilerden 6grenme sistemine dayanmaktadir (Sejnowski, 2018).

2.2. Derin Ogrenme Alaminda Bibliyometrik Analiz

WOS’ta “derin 6grenme” anahtar kelimesi kullanilarak yaymlanmis 88.717 adet akademik
¢alisma bulunmaktadir. Bu ¢aligmalarin WOS tarafindan belirlenmis kategorilere gore dagilimlari Sekil

2’de verilmistir.
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Sekil 2. Kategorilere Gore Yayin Dagilimlari (Derin Ogrenme)

Sekil 2 incelendiginde “Derin Ogrenme” anahtar kelimesini kullanan 88.717 calisma birden
fazla kategoride yer alabildiginden dolay1 toplam 199.349 adet veri lizerinden ¢aligma gergeklestirilmis
ve bu ¢alismalarin %13,72’si Mithendislik Elektrik Elektronik kategorisinde, %9,68°1 Bilgisayar Bilimi
Yapay Zeka kategorisinde, %8,30’u Bilgisayar Bilimi Bilgi Sistemleri kategorisinde, %6,48’1 Bilgisayar
Bilimi Teorisi Yontemleri kategorisinde, %5,10’u Telekomiinikasyon kategorisinde yer almaktadir.

Bahsedilen 5 kategori yayimlanan ¢alismalarin %43,83’linii kapsamaktadir.

En cok yayin yapilan 20 kategori bu alanda yapilmis ¢alismalarin %75,59 unu kapsamaktadir.
Bundan dolay1 Sekil 1°de ilk 20 kategoriye yer verilmis ve yaym tiiriine gore yayin dagilimlar ise Tablo

1’de verilmistir.

Tablo 1. Yaym Tipi (Derin Ogrenme)

Yayin Tipi Yayin Sayisi Yiizde

Makale 56944 64,16
Bildiri Metni 28050 31,60
Inceleme 3390 3,82
Editoryal Materyal 256 0,29
Toplanti Ozeti 67 0,08
Diizeltme 26 0,03
Mektup 22 0,02
Yeni Baski 2 0,00
Toplam 88757 100,00

Tablo 1’de gériildiigii gibi Derin Ogrenme hakkinda WOS’ta yaymlanan 88.757 calismanin
%064,16’s1 makale tiiriinde, %31,60°1 bildiri tiiriinde ve %3,82’si inceleme tiirindedir. Bu ii¢ tiir tiim

calismalarin %99,58’ini olusturmaktadir. Yillara gore yaym dagilim grafigi ise Sekil 3’te verilmistir.



2633 adet calismanin yaymn tarihi WOS’ta belirtilmedigi igin grafik 86.124 yaym igin

gergeklestirilmistir.
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Sekil 3. Yillara Gére Yayin Sayilar (Derin Ogrenme)

Sekil 3 incelendiginde Derin Ogrenme alaninda ilk calismalarm 1996 yilinda yapilmaya
baslandig1 goriilmektedir. 2007 yilina kadar yillik yayin sayisi tek hanelerde kalmistir. Teknolojik
geligmeler ve bilgisayar donanimlarinin giiclenmesi ile yayin sayisi artig gostermistir. 2014 yilindan
itibaren ¢ikis gosteren derin 6grenme konusu son yillarda ¢ikigina devam etmektedir. 2021 ve 2022
yillart arasinda yapilan ¢aligmalar toplam ¢aligmalarin %52,27sini olusturmaktadir. Anahtar kelime

sayisina gore yayin dagilimlart Sekil 4°te verilmistir.

Sekil 4 incelendiginde ¢alismalarin %23,09’unda 4 anahtar kelime kullanildigi, %30,68’inde 5
anahtar kelime kullanildig1 %15,32’sinde 6 anahtar kelime kullanildig1 tespit edilmistir. Caligmalarin
%69,08’inde 4 ile 6 arasinda anahtar kelime kullanilmistir. Calismalarda kullanilan anahtar kelimelere

ait sosyal ag analizi Sekil 5’te verilmistir.
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Sekil 5. Anahtar Kelimelere Ait Sosyal Ag Analizi (Derin Ogrenme)



Sekil 5 incelendiginde 88.717 adet ¢aligmada toplam 135.685 adet anahtar kelime kullanildig:
tespit edilmigtir. 135.685 adet anahtar kelime 224 kiimede birlesmektedir. Sekilde kiimeler renkler ile
gosterilmistir. En ¢ok kullanilan anahtar kelime bibliyometrik analizde de kullanilan derin 6grenme
anahtar kelimesidir. Derin 6grenme haricinde, makine 6grenmesi, smiflandirma, modelleme, sinir
aglari, yapay zeka, segmentasyon, tahmin, egitim ve 6zellik ¢ikartma, anahtar kelimelerinin de siklikla
calismalarda kullanildig: tespit edilmistir. Yazarlar arasindaki iliskileri incelemek icin yazarlara ait

sosyal ag analizi gerceklestirilmis ve Sekil 6’da verilmistir.
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Sekil 6. Yazarlara Ait Sosyal Ag Analizi (Derin Ogrenme)

Sekil 6 incelendiginde 88.717 adet ¢aligmada toplam 218.551 farkli yazarin yer aldigi ve bu
218.551 yazarin 34 kiimede birlestigi tespit edilmistir. Sosyal ag analizi sonuglari incelendiginde
yazarlarm birbiri ile iligkili bir yapida oldugu ve ¢ogunlukla merkezde konumlandigi goriilmektedir.
Bunlarin haricinde bazi yazarlarin kendi aralarinda gruplasarak merkezden bagimsiz olarak ¢aligmalar
gergeklestirdigi goriilmektedir. Derin 6grenme anahtar kelimesi kullanan ¢aligmalar birlestirilerek
yazarlarm bu alanda almig olduklar atiflar sosyal ag analizi ile incelenmis ve sonuglar Sekil 7’de

verilmistir.
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Sekil 7. Yazarlarm Almus Olduklar Atiflara Ait Sosyal Ag Analizi (Derin Ogrenme)

Sekil 7 incelendiginde A.Krizhevsky, Y. Lecun, KM. He adli yazarlarin, derin 6grenme alaninda
en fazla atif alan yazarlar oldugu tespit edilmistir. Derin 6grenme alaninda yayin yapmis 218.551 yazar
toplamda 565.966 adet atif almistir. Toplam atif miktar1 yazar sayisina oranlandiginda yazar bagina
ortalama 2.59 atif diismektedir. Alinan atiflara gore yazarlarin 6 kiimede birlestigi goriilmektedir. Atif

alan ¢aligmalara ait sosyal ag analizi Sekil 8’de verilmistir.

Sekil 8 incelendiginde 88.717 adet yayindan 59.719 tanesi atif almigtir. Atif alan 59.719 adet
yaymin 21 kiimede birlestigi tespit edilmistir. Derin 6grenme alaninda en ¢ok atif alan ¢aligma 18.668
adet atif ile N.Srivastava ve arkadaslarinin (2014) yilinda yaymlamis oldugu calismadir. ikinci sirada

ise 8.434 adet atif ile J.Schmidhuber’in (2015) yilinda yayimlamis oldugu ¢alisma bulunmaktadir.
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Sekil 8. Yaymlarin Almis Olduklar1 Atiflara Gore Sosyal Ag Analizi (Derin Ogrenme)

Derin 6grenme anahtar kelimesine sahip 88.717 adet ¢alismada kullanilan referanslara ait sosyal

ag analizi Sekil 9°da verilmistir.
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Sekil 9. Kullanilan Referanslara Ait Sosyal Ag Analizi (Derin Ogrenme)
Sekil 9 incelendiginde 88.717 adet ¢alismada toplamda 1.438.528 adet referans kullanildig:

goriilmektedir. Kullanilan referans miktar1 yayin sayisina oranlandiginda yayinlarm ortalama 16.21 adet
referans kullandig1 tespit edilmis ve kullanilan 1.438.528 adet referansin 7 kiimede toplandigi

gOrilmistiir

2.3. Derin Ogrenmenin Uygulama Alanlari

Derin 6grenme goriintii ve ses tanima, dogal dil isleme, oriintii algilama islemlerinde oldukga
basarili bir performans gostermesinden dolay1 basta oyun, saglik, otomotiv, finans, perakende ve e-

ticaret olmak lizere bir¢ok sektorde aktif bir sekilde kullanilmaktadir.
2.3.1. Goriintii ve Ses Tamima

Glniimiizde, derin 6grenme teknikleri, 6zellikle goriintii ve ses tanima alaninda 6nemli basarilar
elde etmektedir. Gelismis yapay sinir aglari ve derin 6grenme algoritmalari, bu alanlarda hassas ve dogru

sonuglar elde etmekte kullanilmaktadir.

Derin 06grenme, goriintli tamima alaninda devrim niteliginde sonuglar {iretmektedir.
Convolutional Neural Networks (CNN) ad1 verilen 6zel bir derin 6grenme mimarisi, bu alanda 6zellikle

etkili olmaktadir. Bu mimari, bir gérlintiiniin farkli 6zelliklerini 6grenmek ve tanimak i¢in katmanlarca
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islem uygulamaktadir. Ornegin, yiiz tanima, nesne tanima ve otomatik siiriiciisiiz araglardaki nesne

algilama gibi uygulamalarda derin 6grenme, yliksek dogruluk oranlarina ulasmaktadir.

Gorlintii tamima alanindaki bu gelismeler, tip sektoriinde de biiylik bir etki yaratmaktadir.
Radyolojik goriintiilerin analizi, kanser taramasi ve tibbi teshislerde derin 6grenme modelleri, uzmanlik

diizeyinde sonuglar iiretme kabiliyetine sahip olmaktadir.

Ses tanima, derin 6grenmenin basarili oldugu alanlar arasinda yer almaktadir. Recurrent Neural
Networks (RNN) ve Long Short-Term Memory (LSTM) gibi 6zel mimariler, ses verilerinin
islenmesinde etkili olmaktadir. Bu teknikler, konugsma tanima, sesli komutlar1 anlama ve konusma

sentezi gibi bir dizi uygulamada kullanilmaktadir.

Derin 6grenme modelleri, ses tanima alaninda da olaganiistii bagarilar saglamakta ve bu
basarilar giin gectik¢e daha da artmaktadir. Derin 6grenme modelleri, sanal asistanlar, konugma tabanl

kontrol sistemleri ve otomatik geviri gibi uygulamalarin gelismesine olanak tanimaktadir.
2.3.2. Dogal Dil isleme

Dogal Dil Isleme, bilgisayarlarm insan dilini anlamas1 ve islemesi i¢in gelistirilen bir dal olarak
ifade edilmektedir. Derin 6grenme, dogal dil islemenin temel gorevlerini gergeklestirmek icin 6zellikle
giiclii bir ara¢ haline gelmektedir. Dilin karmagiklig1 ve gesitliligi g6z oniine alindiginda, derin 6grenme
modelleri bilylik dil veri setleri lizerinde egitilerek dilin derin yapilarindan anlam ¢ikarma yetenegi

kazandirilmaktadir.

Derin 6grenme, metin siiflandirma gérevlerinde etkileyici sonuglar elde etmektedir. Ornegin,
bir metnin belirli bir kategoriye ait olup olmadigini belirleme veya bir metindeki duygu tonunu analiz
etme gibi gorevlerde derin 6grenme modelleri kullanilmaktadir. Derin 6grenme modelleri, sosyal medya
analizi, misteri geri bildirimleri degerlendirmesi ve hisse senedi piyasast gibi bir¢ok alanda

kullanilmaktadir.

Ceviri uygulamalarinda, derin 6grenme, bir dildeki metni baska bir dile anlaml bir sekilde
¢evirme yetenegiyle 6ne ¢ikmaktadir. Ayn1 zamanda, konugma tanima sistemlerinde de kullanilarak

sesli komutlar1 veya konugma metinlerini anlamlandirmakta ve islemektedir.

Dil tabanli kigisel asistanlar (6rnegin, Siri veya Alexa), otomatik metin diizeltme Onerileri
(klavye uygulamalarinda), anlamak ve cevap vermek amaciyla gelistirilmis sohbet robotlar1 gibi giinliik

hayatta bir¢ok derin 6grenme uygulamasi bulunmaktadir.
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2.3.3. Oyun Sektorii

Derin 6grenme, oyun endiistrisinde 6nemli bir etki yaratmakta ve oyun gelistiricilerine yeni ve
giiclii araglar sunarak oyun deneyimini zenginlestirmektedir. Bu teknoloji, bir¢ok farkli alan1 kapsayarak

oyunlar1 daha etkileyici, gergekei ve kisisellestirilmis hale getirmektedir.

Derin 6grenme algoritmalari, oyun karakterlerine daha karmasik ve gergekei tepkiler
kazandirmak i¢in kullanilmaktadir. Bu sayede, oyun i¢indeki yapay zekaya sahip diismanlar daha akilli,
oyun yer alan karakterler daha gergek¢i ve oyuncularin kararlarima daha adaptif bir sekilde tepki

verebilecek diizeyde olabilmektedir.

Derin O6grenme ayni zamanda oyun i¢i reklamcilik ve kisisellestirme konularinda da
kullanilmaktadir. Oyunlar, oyuncularin davranislarina dayanarak reklam iceriklerini kisisellestirebilir,
boylece reklamlar daha ilgi ¢ekici ve etkili olabilmektedir. Bu durum, oyun gelistiricileri ve yayincilar

icin yeni gelir kaynaklar1 ve oyuncular i¢in daha 6zellestirilmis deneyimler saglamaktadir.
2.3.4. Saghk Sektorii

Derin 6grenme, saglik ve tip alaninda ¢esitli uygulamalarda énemli bir rol oynamaktadir. Bu
yenilik¢i teknoloji, biiyiik miktarda veriyi analiz edebilme ve karmagik desenleri taniyabilme yetenegi

sayesinde tibbi aragtirmalarda, teshislerde ve tedavilerde biiyiik bir potansiyel sunmaktadir.

Tibbi veri analizi konusunda derin 6grenme, genomik ve proteomik veri setlerinin anlagilmasi,
hastaliklarin genetik temellerinin belirlenmesi ve bireysellestirilmis tedavi planlarinin olusturulmasi
gibi alanlarda da kullanilmaktadir. Genetik verilerin derinlemesine analizi, bireyler arasindaki genetik

farkliliklar1 anlamamiza ve hastaliklarin genetik kdkenlerini aydinlatmamiza yardimci olmaktadir.

Derin 6grenme ayni zamanda ilag gelistirme siireglerinde de kullanilmaktadir. Molekiiler yap1
analizi, ilag etkilesimleri ve yan etkilerin degerlendirilmesi gibi konularda derin &grenme, ilag

aragtirmalarina hiz kazandirmakta ve maliyetleri diigiirmektedir.
2.3.5. Otomotiv Sektorii

Otomotiv enddistrisi, teknolojinin hizla ilerlemesiyle birlikte, derin 6grenme gibi yapay zeka
tekniklerini benimseyerek, nemli bir doniisiim gecirmektedir. Derin 6grenme, 6zellikle siiriiciisiiz arag

teknolojileri, giivenlik sistemleri ve otomotiv tasariminda énemli bir rol oynamaktadir.

Derin 6grenme, otomobillerin giivenlik sistemlerini daha etkili hale getirmektedir. Ornegin,
stiricii dikkatini izleyen sistemlerde, kameralar tarafindan yakalanan siiriicliniin yiiz ifadeleri ve goz
hareketleri, derin O0grenme algoritmalar1 ile analiz edilerek siirliciiniin dikkatinin dagilmig olup
olmadigim belirlemektedir. Ayrica, kaza 6nleme sistemlerinde de derin 6grenme, ¢evresel tehditleri

tanimlama ve siiriiciiyii uyararak ¢arpigmalar1 azaltma potansiyeli sunmaktadir.
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Derin 6grenme, otonom araglarin ¢evresini daha iyi anlamalarina yardimci olacak detayli yol
haritalart olusturmada da kullanilmaktadir. Yiiksek ¢Oziiniirliiklii kameralar, lidar ve radar
sensorlerinden gelen veriler, derin 6grenme algoritmalariyla birlestirilerek, araglarin anlik olarak
¢evrelerini haritalandirmalarina olanak tanimaktadir. Bu, otonom araglarin giivenli bir sekilde seyahat

etmelerini ve karmasgik yol kosullarina uyum saglamalarini saglamaktadir.
2.3.6. Finans Sektorii

Finans sektoriinde derin 6grenmenin kullanilmasinin en belirgin Orneklerinden biri, risk
yonetimi ve sahtecilik islemlerini tespit etmektir. Derin 6grenme algoritmalari, biiyiik veri setlerini
analiz ederek potansiyel sahtekarlik islemlerini tanimlama konusunda etkili olmaktadir. Bu, finansal
kurumlarin sahtecilikle miicadelesini giliglendirmekte ve miisteri varliklarii daha iyi korumalarina

olanak tanimaktadir.

Ayrica, portfdy yoOnetimi ve ticaret stratejilerinin gelistirilmesinde de derin &grenme
kullanilmaktadir. Bu algoritmalar, piyasa verilerini analiz ederek gelecekteki fiyat hareketlerini tahmin
etmeye caligmaktadir. Bu sayede, yatirim profesyonelleri daha bilingli kararlar alabilmekte ve

portfoylerini daha etkili bir sekilde yonetebilmektedir.

Derin 6grenme, ayn1 zamanda kredi degerlendirmesi siireglerinde de kullanilmaktadir.
Bankalar, miisteri kredi bagvurularini degerlendirirken derin 6grenme algoritmalarini kullanarak miisteri
kredi riskini daha dogru bir sekilde belirleyebilmektedir. Derin &grenme modelleri, kredi
degerlendirmesi siirecini iyilestirmekte ve finansal kuruluslarin daha giivenilir kararlar almasina

yardimc1 olmaktadir.
2.3.7. Perakende ve E-Ticaret

Perakende sektoriinde derin 0grenme, miisteri davramiglarini anlamak ve 6ngérmek igin
kullanilmaktadir. Miisteri sadakati ve satin alma aligkanliklari iizerinde etkili olan bir dizi faktor, derin
o0grenme modelleri tarafindan analiz edilebilmektedir. Bu analizler, isletmelerin kisisellestirilmis
kampanyalar olusturmalarina, tiriin 6nerileri sunmalarina ve miisteri sadakatini artirmalarina yardimci

olmaktadir.

E-ticaret platformlari, derin 6grenme sayesinde daha etkili oneri sistemleri gelistirebilmektedir.
Miisterilerin aligveris ge¢misleri, tiklama davraniglart ve begenileri lizerinden dzellestirilmis 6neriler
sunmak, miisteri memnuniyetini artirmanin yani sira, igletmelerin gelirlerini de optimize etmelerine
yardimc1 olmaktadir. Bu Oneri sistemleri, kullanicinin ilgi alanlarina gore dinamik olarak uyum

saglayabilmekte, boylece zamanla daha hassas hale gelmektedir.
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Derin 6grenme modelleri, talep tahmini, perakende ve e-ticaret sektorlerinde stok yonetimi ve
tedarik zinciri planlamasinda kritik faktorler arasinda yer almaktadir. Derin 6grenme modelleri, gegmis
satig verileri, mevsimsel etkiler ve pazar trendleri gibi bir dizi faktorii degerlendirerek gelecekteki
talepleri tahmin edebilmektedir. Bu sayede isletmeler, stoklarini optimize ederek miisteri taleplerini

karsilamak i¢in dogru miktarda {iriine sahip olabilmektedir.

2.4. Derin Ogrenmenin Yapisi ve Temel Elemanlar

Derin 6grenmenin yapisinda girdiler, agirliklar, toplama ve aktivasyon fonksiyonlari ve ¢iktilar
yer almaktadir. Girdi katmani, gizli katman ve ¢ikt1 katmani ise derin 6grenmenin temel elemanlarim

olusturmaktadir. Derin 6grenmenin yapist Sekil 10°da gosterilmektedir.

Girdi Katmani, aga dis diinyadan gelen bilgileri almakta ve modelin temel girisini
olusturmaktadir. Bu katman, genellikle veri setindeki 6zelliklere karsilik gelen noronlardan olusmakta

ve baglangi¢ noktasini belirlemektedir.

Veri Doniisiimi, girdi katmanindaki verileri modelin anlayabilecegi bir forma ¢evirmektedir.
Diger bir ifade ile veri doniisiimii veri setindeki 6zelliklerin standartlagtirilmasi, normallestirilmesi veya

doniistiiriilmesi gibi islemleri igermektedir. Bu adim, agin 6grenme siirecini daha etkili kilmaktadir.

Agirliklar, sinir agindaki baglantilar1 temsil etmekte ve her bir ndronun girdilerini
agirhiklandirarak ¢ikti iiretmesine katkida bulunmaktadir. Bu agirliklar, modelin 6grenmesini saglamak

adina egitim siirecinde giincellenmektedir.

Kayip Fonksiyonu, modelin tahminlerini gercek degerlerle karsilagtirarak modelin
performansini degerlendirmektedir. Kayip Skoru, bu fonksiyonun ¢iktisini temsil etmekte ve modelin
ne kadar yanildigini belirlemektedir. Optimizer, modelin kaybin1 minimize etmek i¢in agirliklart

giincellemektedir.

Agirliklarin Giincellenmesi, geri yayilim algoritmasi aracilifiyla elde edilen gradyanlara
dayanarak agirliklarin yeniden ayarlamasi siirecini ifade etmektedir. Bu siireg, modelin dogru sonuglara

daha yakinlagmasini saglamaktadir.

Bu temel elemanlar, derin 6grenme siirecinin temelini olusturmakta ve modelin karmagikligini,

dogrulugunu ve genelleme yetenegini belirlemektedir.
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Sekil 10. Derin Ogrenme Yapist ve Temel Elemanlar1

2.4.1. Derin Ogrenmenin Yapist

Derin 6grenmenin 6grenme siirecinde, temel elemanlar modelin yapisini olusturmaktadir. Girdi,
veri setindeki bilgiyi ifade etmektedir. Agirliklar, girdi verileriyle iliskilendirilen énem derecelerini
belirlemekte ve 6grenme siirecinde giincellenmektedir. Toplama fonksiyonu, agirlikli girdi degerlerini
birlestirip ve sapma eklemektedir. Aktivasyon fonksiyonu, bu toplami sikistirarak ve belirli bir araliga

tagiyarak c¢ikisi iiretmektedir. Cikt1 ise modelin sonucunu ifade etmektedir.
2.4.1.1. Girdiler

Derin 6grenme modelleri, girdiler olarak adlandirilan verilerle egitilmektedir. Girdiler,
genellikle sayilar, metinler veya goriintiiler bigiminde sisteme tanimlanabilir. Girdilerin bi¢imi, modelin

uygulanacagi goreve bagl olarak degisiklik gostermektedir.

Sayisal girdiler, genellikle sayilar, kiimeler veya vektorler olarak ifade edilmekte ve goriintii
tanima, dogal dil isleme ve makine 6greniminin diger alanlarinda kullanilmaktadir. Metin girdileri,

genellikle kelimeler, ciimleler veya paragraflar olarak ifade edilmekte ve dogal dil isleme, istem
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yanitlama ve makine ¢evirisi gibi alanlarda kullanilmaktadir. Goriintii girdileri ise pikseller dizisi olarak

ifade edilir ve goriintii tanima, yiliz tanima ve nesne tespiti gibi alanlarda kullanilmaktadir.
2.4.1.2. Agirhklar

Derin dgrenme modellerinin temel elemanlarindan biri agirliklar olarak ifade edilmektedir.
Agirliklar, yapay sinir aglarinin 6grenme siirecinde biiyiik bir rol oynamaktadir. Her bir agirlik, girdi
verileriyle iligkilendirilen 6nem derecesini temsil etmekte ve Ogrenme siirecinde adaptasyon
gegirmektedir. Bu agirliklar, modelin karmagik iligkileri anlamasim ve dgrenmesini saglamaktadir.
Ozellikle, geri yayilim algoritmasi kullanilarak, modelin ¢iktisindaki hata hesaplanmakta ve bu hata,
agirliklarin giincellenmesi i¢in kullanilmaktadir. Bu adaptasyon siireci, modelin veri setindeki oriintiileri

anlamasini ve genelleme yetenegini gelistirmesini saglamaktadir.

Agirliklarin  dogru ayarlanmasi, modelin basarisimt ve performansinit belirleyen kritik
faktorlerden biridir. Bu nedenle, derin 6grenme uygulamalarinda, agirliklarm etkili bir sekilde
Ogrenilmesi ve gilincellenmesi, modelin genel kalitesini belirleyen 6nemli bir siire¢ olarak ifade
edilmektedir. Agirliklarin art1 veya eksi olmasi etkinin pozitif ya da negatif oldugunu sifir olmasi ise

herhangi bir etkinin olmadigin gdstermektedir (Oztemel, 2012).
2.4.1.3. Toplama Fonksiyonu

Derin 6grenme modellerinde toplama fonksiyonu, agirliklarla carpilmis girdi degerlerini
birlestiren kritik bir bilesen olarak ifade edilmektedir. Bu fonksiyon, her bir girdi ile ona atanmig olan
agirhiklart carparak ve ardindan bu degerleri toplayarak agirlikli toplami iiretmektedir. Toplama
fonksiyonu, derin 6grenmedeki katmanlar arasinda bilgi tasinmasim saglamaktadir. Genellikle sapma
terimi de eklenerek modelin daha esnek bir yapida olmasi saglanmakta ve Ogrenme kapasitesi
genisletilmektedir. Farkli toplama fonksiyonlari, sinir agr modellerinde farkli davramiglar1 temsil
etmektedir. Bu fonksiyonlar, derin 6grenmenin karmagsikligim artirabilmekte ve belirli tiirdeki
problemlere daha iyi uyan modellerin olusturulmasina olanak tanimaktadir. Toplama fonksiyonlari,

derin 6grenme modelinin igsel igleyisinde temel bir tastyici rol oynayarak bilgi akigini yonetmektedir.

Toplama fonksiyonu, bir hiicreye gelen net girdiyi hesaplamaktadir. Bunun icin degisik
fonksiyonlar kullanilmaktadir. En yaygin olanmi agirlikli toplami bulmaktadir. Burada her gelen girdi
degeri kendi agirhigi ile carpilarak toplanmaktadir. Boylece aga gelen net girdi bulunmus olmaktadir.

Toplama Fonksiyonu Denklem 2.1°de gosterildigi gibi formiilize edilmektedir (Oztemel, 2012).

NET = Z G4, (2.1)
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Burada G girdileri, A agirliklar1, n ise hiicreye gelen toplam girdi sayisin1 gostermektedir.
Literatiirde yapilan c¢alismalarda toplama fonksiyonu olarak degisik formiillerin kullanildigi

goriilmektedir. Tablo 2’de diger toplama fonksiyonlarinin 6rnekleri verilmistir.

Tablo 2. Alternatif Toplama Fonksiyonlar1 (Oztemel, 2012)

Net Aciklama
NET = HG' A Agirlik degerleri girdiler ile carpilir ve daha sonra
t bulunan degerler birbirleri ile ¢arpilarak net girdi
degeri hesaplanmaktadir.

i=1

NET = Max(G. A7 ) i=1 N Agirlik degerleri ile girdiler ¢apilir ve daha sonrasinda
! e N adet degerden en biiyiik olan1 net girdi degeri olarak
kabul edilmektedir.

NET = Min(G.A. i=L....N Agirlik degerleri ile girdiler ¢apilir ve daha sonrasinda
( ’AI ) > N adet degerden en kiigiik olani net girdi degeri olarak
kabul edilmektedir.

n Agirlik degerleri ile girdiler ¢apilir ve daha sonrasinda

NET = Z sgn (Gl.Ai) N adet deger pozitif, negatif olarak ayrilir ve biiyiik

i=1 olan sayr hiicrenin net girdisi olarak kabul
edilmektedir.

NET =NET (eski ) + GA Hiicreye gelen bilgiler agirlikli olarak toplanir ve daha
( ) z( ! 1) once gelen bilgilere eklenerek hiicrenin net girdisi

hesaplanmaktadir.

2.4.1.4. Aktivasyon Fonksiyonu

Derin 0grenme siireglerinde aktivasyon fonksiyonlari, yapay sinir aglarinin &grenme
kapasitesini artiran kritik unsurlar olarak yer almaktadir. Bu fonksiyonlar, her bir néronun ¢ikigini
belirlemekte ve modelin karmasikligii kontrol etmektedir. kili basamak fonksiyonu, dogrusal,
sigmoid, tanh, ReLU, sizinti ReLU, parametrize edilmis ReLU, Ustel Dogrusal Birim, Swish
(Kendinden Gegitli) ve SoftMax aktivasyon fonksiyonlar1 siklikla kullanilan aktivasyon
fonksiyonlarinin baginda gelmektedir (Agostinelli, Hoffman, Sadowski ve Baldi, 2014). Aktivasyon
fonksiyonlari, sinir aglarinin 6grenme siirecini hizlandirmakta, modelin genelleme yetenegini artirmakta
ve asirt uydurmay1 dnlemektedir. Bu fonksiyonlar, derin 6grenme modellerinin giiglii ve esnek 6grenme

yapisini sekillendirmektedir.

Ikili basamak aktivasyon fonksiyonu, girisin esik degerini astiginda 1, asamadiginda 0 yanitim
veren basit bir aktivasyon fonksiyonu olarak belirtilmektedir. Matematiksel olarak Denklem 2.2°deki

gibi ifade edilmektedir.

0, x< EsikDeger

f(x) ={ (22)

1, x2 EsikDeger
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Dogrusal aktivasyon fonksiyonu, girisi oldugu gibi ileten basit bir fonksiyon olarak ifade
edilmekte ve matematiksel olarak Denklem 2.3’teki sekilde gosterilmektedir. Bu fonksiyon, dzellikle

regresyon problemlerinde kullanilmaktadir.
f (x) =X (2.3)

Sigmoid aktivasyon fonksiyonu, girisi 0 ile 1 arasma sikigtirmakta ve genellikle ikili
simiflandirma problemlerinde ¢ikis tiretmek icin kullanilmaktadir. Denklem 2.4’teki gibi

gosterilmektedir.

B 1
l+e™

f(x) (2.4)

Tanh aktivasyon fonksiyonu, girisi -1 ile 1 arasina sikistirmakta ve genellikle derin 6grenmenin

orta katmanlarinda kullanilmaktadir. Denklem 2.5°teki gibi gosterilmektedir.

f(2)=5 ;Z 2.5)

ReLU aktivasyon fonksiyonu, pozitif giris degerlerini oldugu gibi birakirken, negatif degerleri

stfira doniigtiirmekte kullanilmaktadir. Denklem 2.6’daki gibi gosterilmektedir.

£ (x)=max(0,x) (2.6)

Sizint1 ReLU aktivasyon fonksiyonu, ReLU fonksiyonundan farkli olarak negatif degerleri

kiigiik bir egimle (0,01) carpmaktadir. Denklem 2.7’deki gibi gosterilmektedir.
£ (x) =max(0,01xx, x) (2.7)

Parametrize edilmis ReLU aktivasyon fonksiyonu sizintt ReLU fonksiyonundan farkli olarak

negatif degerleri a gibi bir egimle carpmaktadir. Denklem 2.8’deki gibi gosterilmektedir.
f(x)=max(axx,x) (2.8)

Ustel Dogrusal Birim aktivasyon fonksiyonu, negatif girisler i¢in daha yumusak bir sifir degeri
saglamak amaciyla kullanilmakta ve negatif degerler icin log egrisi kullanmaktadir. Denklem 2.9’daki

gibi gosterilmektedir.

a(ex—l), x<0

X, x>0

(2.9)
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Swish aktivasyon fonksiyonu, sigmoid ve ReLU aktivasyon fonksiyonlarinin kombinasyonu

olan bir fonksiyon olarak ifade edilmektedir. Denklem 2.10°daki gibi gdsterilmektedir.

1
l+e™

f(x)=xx (2.10)

SoftMax aktivasyon fonksiyonu, bir vektoriin elemanlarim (genellikle sinif olasiliklar1 olarak
yorumlanan) 0 ile 1 arasina sikigtirmakta ve toplami 1 olacak sekilde normalize etmektedir. Genellikle

¢ok siifli siniflandirma problemlerinde kullanilmaktadir. Denklem 2.11°deki gibi gdsterilmektedir.

f(x) === (2.11)

2.4.1.5. Ciktilar

Derin 6grenmedeki ¢ikti, bir modelin 6grenme siirecinin son asamasini temsil etmekte ve
genellikle modelin hedefledigi gorevle ilgili bilgileri igermektedir. Bu asamada amag, girdi verilerinin
karmagikligin1 anlamlandirarak, modelin egitildigi veri setinden elde ettigi bilgileri kullanarak ¢ikti
iiretmektedir. Ornegin, bir goriintii smiflandirma modeli ise ¢ikt1, gériintiiniin hangi sinifa ait oldugunu
belirten bir olasilik dagilimi olabilmektedir. Dil isleme uygulamalarinda ise ¢ikti, verilen metinle ilgili
anlami igcermektedir. Derin 0grenme modellerinde ¢ikti, genis bir uygulama yelpazesi i¢inde bilgi

o0grenme ve karmagik gorevleri gerceklestirme yetenegiyle 6nemli bir rol oynamaktadir.
2.4.2. Derin Ogrenmenin Temel Elemanlar

Derin &grenmenin temel elemanlar1 girdi katmani, gizli katmanlar ve ¢ikti katmanindan

olusmaktadir.
2.4.2.1. Girdi Katmam

Derin 6grenmenin girdi katmani, bir modelin egitildigi temel adimi temsil etmekte ve veri
setinden alinan bilgileri modele sunmaktadir. Girdi katmani, aga ¢esitli formatlardaki girdileri kabul
edebilmektedir. Bu katman, genellikle veri setinin &zelliklerini ve boyutlarini yansitan diigiimlerden

olusmaktadir.

Girdi katmani, modelin algilamasi ve 6grenmesi gereken desenleri igeren veriyi almaktadir.
Girdi verileri genellikle 6nceden islenmekte ve standartlastirilmaktadir, béylece modelden, 6grenme

stirecinde daha tutarli ve etkili sonuclar elde edebilmektedir.
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Bu katman, ogrenilecek agirliklari iceren bir matrisi de icermektedir. Bu agirliklar, girdi
verilerinin model tarafindan anlagilmasini saglamak i¢in kullanilmaktadir. Her diigiim, girdi verileriyle

iligkilendirilmis bir agirliga sahiptir ve bu agirliklar 6grenme siirecinde giincellenmektedir.

Girdi katmani, modelin genel performansini etkileyen onemli bir bilesen olarak ifade
edilmektedir. Dogru veri seti se¢imi ve girdi katmaninin uygun boyutlandirilmasi, modelin basarili
o0grenme yetenegini belirleyebilmektedir. Ayrica, girdi katmaninin esnekligi, farkl tiirdeki verilerle
calisabilme yetenegi acisindan da kritiktir, bu da derin 6grenme modellerini ¢esitli uygulama alanlarinda
kullanilabilir kilmaktadir. Girdi katmani, derin 6grenme siirecinde bilgi akisinin baglangi¢ noktasi olarak
ifade edilmekte ve modelin geri kalan katmanlarda daha karmasik ozellikleri 6grenmesine olanak

tanimaktadir.
2.4.2.2. Gizli Katman

Bir derin 6grenme aginda ne kadar ¢ok gizli katman olursa, veride bulunan karmasik iligkiler
daha fazla temsil edilebilir (Mitchell, 1997). Girdi katmanina yakin olan katmanlar daha basit 6zellikleri
algilarken, ¢ikt1 katmanina yakin olan katmanlar karmagik iliskileri algilayabilir (Di, Bhardwaj ve Wei,

2018).

Ozellikle, gizli katmanlar, girdi verilerini temsil eden agirlik matrisleri ve aktivasyon

fonksiyonlar1 arasinda karmasik bir etkilesimle calismaktadir.

Gizli katmanlar, modelin 6grenme siirecinde genellikle modelin karmagikligini belirleyen
onemli bir rol oynamaktadirlar. Derin 6grenme modeli, bu katmanlar araciligiyla veri setindeki
ozellikleri hiyerarsik bir sekilde 6grenerek daha karmasik ve soyut iliskiler olusturmaktadirlar. Her bir

gizli katman, 6nceki katmanin ¢iktilarindan gelen bilgileri almaktadirlar.

Bu katmanlar genellikle agirlik matrisleri sayesinde 6zelliklerin dogrusal kombinasyonlarimi
¢ikartmakta ve ardindan aktivasyon fonksiyonlari, bu dogrusal ¢iktilar1 daha karmagik ve non-lineer
iligkilere doniistiirmektedir. Gizli katmanlar, modelin genelleme yetenegini artirarak asiri uyuma
(overfitting) karsi direncini arttirmaktadirlar. Ancak, gizli katmanlarin sayis1 ve bilyilikligii, modelin
karmasiklig1 ve hesaplama maliyeti iizerinde etkili olan 6nemli tasarim parametreleri olarak ifade

edilmektedir.
2.4.2.3. Cikt1 Katmani

Cikti katmani, aktivasyon fonksiyonlar1 ve hata fonksiyonlar1 kullamlarak modelin
performansini degerlendiren 6nemli bir asama olarak ifade edilmektedir. Dogru ¢ikti, modelin basari
derecesini belirlemekte ve modelin genelleme yetenegini degerlendirmek icin siklikla test verileri ile

karsilastiriimaktadir.
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Derin 6grenmedeki ¢ikt1 katmanlari, bir modelin 6grenme siirecinde elde ettigi bilgileri final bir
¢iktiya doniistiiren kritik bilesen olarak ifade edilmektedir. Bu katmanlar, modelin amagladigi gorev
tirline bagli olarak cesitlilik gosterebilmektedir. Siniflandirma gorevlerinde, softmax aktivasyon
fonksiyonlar1 genellikle kullanilmakta ve modelin girdileri farkli siniflar arasinda olasilik dagilimina
doniistiiriilmektedir. Regresyon gorevlerinde ise dogrudan bir ¢ikti iiretme egilimindedirler, bu da
modelin siirekli bir tahmin yapmasina olanak tanimaktadir. Ayrica, ¢ikti katmanlari, transfer 6grenme
gibi konseptlerle birlestirilerek, dnceden egitilmis modellerin daha spesifik gorevlerde kullanilmasina
olanak tanimaktadirlar. Bu sayede, ¢ikt1i katmanlari, derin 6grenme modellerinin genis bir uygulama

yelpazesinde basariyla kullanilmasini saglamaktadirlar.

2.5. Derin Ogrenme Tiirleri

Ileri beslemeli aglar ve geri beslemeli aglar, derin grenme alaninda 6ne gikan temel yapr taslari
arasinda yer almaktadir. ileri beslemeli aglar, veriyi bir yonde isleyen ve giristen ¢ikisa dogru ilerleyen
katmanlardan olugmaktadir. Geligmis Orlintii tanima ve siniflandirma gorevlerinde siklikla
kullanilmaktadir. Ote yandan, geri beslemeli aglar, ge¢mis bilgileri saklama yetenegine sahip olup,
zamanla degisen veri lizerinde ¢aligmada avantaj saglamaktadir. Dil isleme ve zaman serisi analizi gibi
gorevlerde etkin bir sekilde kullanilmaktadir. Bu iki tiir, derin 6grenmenin genis uygulama yelpazesinde

O6nemli roller Ustlenmektedir.
2.5.1. Derin ileri Beslemeli Aglar

fleri beslemeli sinir aglar1 veya ¢ok katmanli algilayicilar olarak da adlandirilan derin ileri
beslemeli aglar, derin 6grenme modellerinin basinda gelmektedir. Tleri beslemeli bir agim amaci, belirli
bir f* fonksiyonuna yaklasmaktir. Ornegin bir simiflandirma igin y = f*(x), bir x girdisini bir y
kategorisiyle eslemektedir. Ileri beslemeli bir ag, y = f(x; 0) eslemesini tammlamakta ve en iyi
fonksiyon yaklasimiyla sonuglanan 6 parametresinin degerini Ogrenmektedir. Bu modeller ileri
beslemeli olarak adlandirilir ¢iinkii bilgi, x'ten baslayarak f'i tanimlamak i¢in kullanilan ara
hesaplamalardan ge¢mekte ve son olarak y ciktisina kadar degerlendirilen fonksiyon iizerinden

ilerlemektedir (Goodfellow ve digerleri, 2016: 168).

fleri beslemeli aglar, girdi katmanindan baslayarak bilgiyi bir yonde ileterek calismakta,
birbirine dogrudan bagli olmalari sayesinde, ardisik katmanlardan elde edilen ¢iktilar1 kullanarak belirli
bir ¢ikt1 iiretmektedir. Ogrenme siirecinde, her katmanm icerdigi 6grenilebilir agirliklar ve giincellenen

sapma terimleri, agin esnek ve adaptif olmasini saglamaktadir.

fleri beslemeli aglar, genis bir uygulama yelpazesinde etkili bir sekilde kullanilmaktadir.

Gorlintli tamma alaminda, 6zellikle nesne tespiti ve yliz tanima gibi gorevlerde bilylik basar1 elde
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etmektedirler. Finans sektoriinde risk analizi, hisse senedi tahmini gibi karmagik veri analizlerinde de

ileri beslemeli aglar etkin bir sekilde kullanilmaktadir.
2.5.2.Derin Geri Beslemeli Aglar

Geri beslemeli aglan, giris verilerini iglerken dnceki bilgileri kullanabilen yapay zeka modeli
olarak ifade edilmektedir. Geleneksel ileri beslemeli aglarindan farkli olarak, geri beslemeli aglar,
dongiiler araciligiyla bilgiyi saklamakta ve bu sayede zaman igindeki iligkileri modelleme yetenegine

sahip olmaktadir.

Geri beslemeli aglari, bilgiyi gegmise dogru tasima yetenegine sahip olmalariyla 6ne ¢ikmakta
bu sayede, onceki adimlarda elde edilen bilgilerin sonraki adimlarda kullanilabilmesi saglamaktadir. Bu
ozellik ile geri beslemeli aglar, zamanla degisen veri setlerinde veya birbiriyle iliskili olaylar1 i¢eren

gorevlerde siklikla tercih edilmektedir.

Geri beslemeli sinir aglarinin birgok avantaji bulunmaktadir. Ozellikle dil modelleme, metin
iiretimi, konugma tanima gibi dogal dil isleme gorevlerinde basariyla kullanilmaktadir. Ayrica, zaman
serisi verilerinin analizi, finansal tahminler ve ¢esitli sinyal isleme uygulamalarinda da etkin bir bigimde

kullanilmaktadir.

2.6. Gizli Katman ve Noron Sayisinin Belirlenmesi

Bu boliimde literatiirde gizli katman ve néron sayisinin belirlenmesinde dnerilen yontemler ve

literatiirde yapilmis ¢alismalar ele alinmigtir.

Syaharuddin, Fatmawati ve Suprajitno (2022) gerceklestirdikleri ¢alismada gizli néron
sayilarinin belirlenmesinde Denklem 2.12°de yer alan formiillerin performanslarimi MSE, R ve

Dogruluk kriterlerine goére karsilastirmuglardir.  N_gizli katmandaki ndron sayisim, N girdi
katmanindaki néron sayisimi, N y ¢ikt1 katmanindaki ndron sayisini, N, egitim setindeki veri adetini
belirtmektedir.

Calismada Denklem 2.12’de belirtilmis 7 formiilii sicaklik verilerine uygulanmisg, 1 numarali
formiiliin egitim verisi i¢in %97,79 ve test verisi i¢in %99,99 dogruluk saglayarak en basarili oldugu

tespit edilmistir.
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5 N.=2xN.
6 Z:Nx+1

2

|

Vuyjicic, Matijevic, Ljucovic, Balota ve Sevarac (2016) gerceklestirdikleri ¢alismada gizli néron
sayisinin belirlenmesinde Denklem 2.13’de yer alan formiillerin performanslarint MSE kriterine gore

karsilagtirmiglardir. N, gizli katmandaki néron sayisii, N, girdi katmanindaki néron sayisini, N, ¢ikti

katmanindaki noron sayisim, N, egitim setindeki veri adetini belirtmektedir.

y 2
2 N,=N,-1
=N Ny
3 N, log N, N,
N, =2 Ne 230 (2.13)
N 1

Calismada LAMS projesi kapsaminda Karadag’daki Lovéen daginda yildirim arastirmasi i¢in
kurulan izleme istasyonundan alinan veriler kullanilmis, elde edilen sonuglar kapsaminda kullanilan
yontemlerin farkli veri setlerinde farkli sonuglar verdigi tespit edilmistir. Kullanilan formiillerin az
sayida girdi néron sayisi i¢in iyi sonuglar verdigi belirtilirken, fazla sayida girdi néron sayisinda

karsilagtirilabilir sonuglar vermedigi belirtilmistir.
2.6.1. Huang Onerisi

Huang ve Babri 1997 yilinda gerceklestirdikleri ¢alismada sigmoid fonksiyonu gibi diizenli
aktivasyon fonksiyonlar i¢in tek bir gizli katmanm kullanimin yeterli oldugunu ancak néron sayisinin

egitim 0rnedi sayist kadar olabilecegini belirtmistir. Huang 2003°te gerceklestirdigi calismada néron
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sayis1 azaltmak i¢in ikinci bir gizli katmanin kullanilabilecegini, tek gizli katmanli sistemlerde noron
sayisinin belirlenmesinde Denklem 2.14’in, iki gizli katmanl sistemlerde ilk gizli katmanda Denklem
2.15’in ve ikinci gizli katmanda Denklem 2.16’min kullanilmasiyla diisiik bir hata ile néron sayisinin

belirlenebilecegini tespit etmistir (Stathakis, 2009).

Tek gizli katmanli sistemde m ¢iktt néron sayisi ve N 6rnek boyutu ile gizli katmandaki néron

sayist belirlenmektedir.
2(m+2)N (2.14)

Huang iki gizli katmanh sistemde ilk gizli katmandaki ndron sayisinin belirlenmesinde,

Nm+2N +2/N/(m+2) (2.15)

Ikinci katmandaki gizli néron sayisinin belirlenmesinde ise,

mw/N/(m +2) (2.16)

ifadesini dnermektedir.
2.6.2. Heaton Onerisi

Heaton 2008 yilinda yayinladigi c¢alismada, derin &6grenmede gizli ndéron sayisinin
belirlenmesinin, gizli katman sayisinin belirlenmesinden daha 6nemli oldugunu belirmistir. Heaton
calismasinda dogrusal fonksiyonlarin kullanildigi aglarda gizli katman kullanilmasina gerek olmadigini,
sonlu bir alanda siirekli degerler alan bir fonksiyon i¢in tek bir gizli katmanin yeterli olacagini ve
rasyonel aktivasyon fonksiyonunun kullanildig1 ve istege bagli bir karar sinir1 olan ¢aligmalarda ise iki

gizli katman kullanilabilecegini belirtmistir.

Heaton’a gore (2008) gizli néron sayisinin saptanmasi amaciyla asagida belirtilen {i¢ kural

kullanilabilir.

e  Gizli noron saysi, giris katmani boyutu ile ¢ikt1 katmaninin boyutu arasinda olmalidir.
e  Gizli ndron sayisi i¢in Denklem 2.17 kullanilabilir. i girdi katman boyutunu o ise ¢ikti

katman boyutunu temsil etmektedir.
2 i+o (2.17)
3 .

e  Gizli noron sayisi, girdi katman boyutunun 2 katindan az olmalidir.

Ayrica Heaton ¢aligmasinda, yukarida belirtilen {i¢ kuralin gbz 6niinde bulundurulmasi gereken

birer baglangi¢ noktasi oldugunu belirtmekte ve bu ti¢ kurala gére agin en iyi performansina ulagabilmesi
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icin bu baglangi¢ noktalarindan yararlanarak agi olusturan kisinin deneme yanilma yontemini

uygulamasi gerektigini belirtmistir.
2.6.3. Temel Bilesenler Analizi

Ibnu Choldun, Santoso ve Surendro’nun 2020 yilinda gergeklestirmis olduklar ¢alismada gizli
katman sayisinin belirlenmesinde Temel Bilesenler Analizinin kullanilabilecegini belirtmislerdir.
Giderek daha karmagik hale gelen 6zellik, alinan daha yiiksek bilgi igerigini temsil etmektedir. Temel
bilesenler analizindeki ytiksek bilgi, yliksek degiskenligi olan ana bilesen ile temsil edilmektedir. Bagka
bir deyisle, gizli katmanlarda gittikce daha karmasik hale gelen iliskiler, daha yiiksek degiskenlik olan
temel bilesenlere uygundur. Sonug¢ olarak, sinir agindaki gizli katmanlarin sayisi temel bilegen
analizindeki temel bilesenlerin sayisina gore belirlenebilir (Ibnu Choldun R., Santoso ve Surendro,

2020).
Temel Bilegenler Analizinin adimlari agsagidaki gibidir.

1. Veri matrisi (X =[x,%,,...,xy ]) , N toplam 6rnek sayisini ve X; i 6rnegine ait degeri

temsil eder.

2. Tim orneklere ait ortalama asagidaki gibi hesaplanir:
1
p=—>x (2.18)
3. Tim 6rnek degerleri ortalamadan ¢ikartilir:

N
D:{dl,dz,...,dN}=Z(x,—y) (2.19)

4. Kovaryans matrisi asagidaki gibi hesaplanir:

) :ﬁDxDT (2.20)

5. Ozvektorler V ve 6zdegerleri A , kovaryans matrisinden hesaplanir.

6. Ozvektorleri karsilik gelen 6zdegere gore siralanir.

7. En biiyiik dzdegerleri W={v1,...,vk} olan 6zvektorleri secin. Secilen 6zvektdrler
(W) temel bilesenler analizi projeksiyon alanini temsil eder.

8. Tum ornekler temel bilesen analizinden (W) daha diisiik boyutsal alana agagidaki gibi

yansitilir:
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Y=W'D (2.21)

Olusturulan temel bilegenlerin sayis1 orijinal degiskenlerin sayisina esittir. Kullanilan temel
bilesen sayisinin se¢iminde farkli yontemler bulunmaktadir. Derin 6grenmede temel bilesen sayisinin
se¢imi yani gizli katman sayisinin belirlenmesinde, agiklanan varyans miktarina gore karar verilebilir

(Ibnu Choldun R. vd., 2020).
2.6.4. Genetik Algoritma

Derin 6grenme yontemlerinde, amag¢ fonksiyonunun minimizasyonu, agirliklarin, gizli katman
ve gizli néron sayilarinin belirlenmesi problemlerinde genetik algoritmalar kullanilabilmektedir.
Genetik algoritma ile derin dgrenme ag1 egitilerek amag¢ fonksiyonundaki hata miktar1 en aza

indirgenebilir.

Genetik algoritmalar bir sonraki boliimde detayl olarak ele alinmaktadar.
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3. GENETiK ALGORITMA

Bu boliimde Genetik Algoritma optimizasyon yontemi detayli bir sekilde ele alinmig ve Genetik
Algoritma kavrami, klasik genetik algoritma, reel sayili genetik algoritma, ¢ok amag¢ fonksiyonlu

genetik algoritma yontemleri ayrintili olarak agiklanmigtir.

Optimizasyon, bir takim matematiksel modelleri kullanarak bir sistemdeki “en iyi” ¢iktiy1
verecek girdi degerlerini bulmay1 amaglamaktadir. Optimizasyon problemleri, birden fazla ¢6ziimii olan
ve bu ¢ozlimlerin farkli kalitede oldugu durumlar olarak agiklanabilir. Metasezgisel algoritmalar,
geleneksel yontemler kullanilarak ¢oziilemeyen karmasik problemler i¢in en uygun ¢éziimii bulmak
amaciyla kullanilan optimizasyon algoritmalaridir (M. Almufti, Ahmad Shaban, Arif Ali, Ismael Ali ve
A. Dela Fuente, 2023). Metasezgisel algoritmalar, ekonomi, miithendislik, politika, yonetim gibi farkli
alanlardaki optimizasyon problemlerinin ¢6ziimiinde kullanilmaktadir (V. Kumar, Chhabra ve Kumar,
2014). Metasezgisel algoritmalarin ¢ogu biyolojik evrim siirecinden, siirii davramsindan ve fizik
kanunlarindan esinlenmektedir. Bu algoritmalar genel olarak tek ¢6ziim ve popiilasyon tabanlh
metasezgisel algoritmalar olmak {izere iki kategoriye ayrilir. Metasezgisel algoritmalarin kategorik

yapist Sekil 19°da verilmistir.

Metasezgisel Algoritmalar

Y Y

Metasezgisel Algoritmalar Metasezgisel Algoritmalar

Tek Cozam Tabanii J L Popuiasyon Tabanii J

Y

Saru Zekasi Tabanli

Ti i p
Evrimsel Algoritmalar Algoritmalar

Sekil 11. Metasezgisel Algoritmalar (Katoch, Chauhan ve Kumar, 2021)

Tek ¢6ziim tabanli metasezgisel algoritmalar tek bir aday ¢6ziim kullanir ve bu ¢6ziimii yerel
arama kullanarak iyilestirir. Ancak tek ¢6ziim tabanli metasezgisel algoritmalar ile elde edilen ¢6ziim,
yerel optimumlara takilabilmektedir (Chahar ve Kumar, 2017). En sik kullanilan tek ¢oziim tabanl
metasezgisel algoritmalar; benzetilmis tavlama (simulated annealin), tabu arama (tabu search),

mikrokanonik tavlama ve giidiimlii yerel aramadir.
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Popiilasyon tabanli metasezgisel algoritmalar, arama islemi sirasinda birden fazla aday ¢6ziim
kullanmaktadir. Bu metasezgisel algoritmalar, popiilasyondaki gesitliligi korur ve ¢dziimlerin yerel
optimumlara takilmasin1 6nlemektedir. En sik kullanilan popiilasyon tabanli metasezgisel algoritmalar,
genetik algoritma, parcacik siiriisii optimizasyonu, karmnca kolonisi optimizasyonu, benekli sirtlan

optimize edici, imparator penguen optimize edici ve marti optimizasyonudur.

Genetik algoritma dogadaki evrim siirecini taklit ederek, popiilasyon tabanli aramalarla global
optimum ¢o6ziimleri bulma basarisini yiikselten ve her tiirlii optimizasyon problemine uygulanabilen

giiclii ve esnek bir optimizasyon yontemidir.

Genetik algoritma kavraminin tarih¢esine bakildiginda 1960’11 yillarda Racherberg tarafindan
ortaya atilan evrimsel hesaplama adimlar1 ile ortaya ¢ikmustir. 1975’lerde Holland ve arkadaslar
tarafindan “Genetik Algoritma” kavrami literatiire kazandirilmistir. 1992°de John Koza “Genetik

Programlama” adin1 verdigi yontemle genetik algoritma kavramina yeni bir boyut kazandirmistir.

Genetik Algoritmalar ilk kez Holland (1992) taratindan 6nerilmistir. Holland, kromozom olarak
adlandirdig1 ikili kodlanmis dizilerinden olusan bir popiilasyon iizerinde uyum ile oranli se¢me,
rastlantisal ¢aprazlama ve bit mutasyonu iglecini kullanarak evrimsel ilkeleri taklit eden ilk genetik
algoritmay1 onermistir. Canlilarin iireme ve kalitm mekanizmalarm taklit eden ve dogal segilim
prensiplerine dayanan evrimsel hesaplama algoritmalar1 “Genetik Algoritma” olarak tanimlamistir

(Cebeci, 2021; Katoch vd., 2021).

Genetik algoritmalar, sayisal optimizasyon ve gezgin satici problemi, devre tasarimy, is atdlyesi
cizelgeleme ve video ve ses kalitesi optimizasyonu gibi kombinasyonel optimizasyon problemleri de

dahil olmak {izere ¢ok ¢esitli optimizasyon gorevlerinde kullanilmigtir (Nandal ve Nandal, 2013).

3.1. Genetik Algoritma Kavrami

Holland (1992) gerceklestirdigi calismada, genetik algoritmalarin evrimsel siireclerden ilham
almmarak tasarlanmis olan bir yapay zeka teknigi olarak ifade etmektedir. Bu algoritmalar, bir dogal
secilim siirecine benzer sekilde, bir popiilasyon igerisindeki bireylerin genetik materyallerini mutasyon,
caprazlama gibi operatorlerle degistirerek yeni bireyler iiretmektedirler. Bu yeni bireyler, 6nceden
belirlenmis bir amag¢ fonksiyonunu en iyi sekilde karsilayacak bicimde secilmektedirler. Bu sekilde
popiilasyonun giderek daha iyiye dogru evrimlesmesi saglanmaktadir. Genetik algoritmalarin bu
evrimsel siiregleri, birgok optimizasyon, tasarim ve 6grenme probleminin ¢éziimiinde etkili bir gsekilde

kullanildigim belirtmektedir.

Goldberg (1989) genetik algoritmalari matematiksel bir modelleme araci olarak

tanimlamaktadir. Ona gore, genetik algoritmalar, bir optimizasyon problemi ¢6zme teknigi olarak
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kullanilabilir ve dogal secilim mekanizmasindan esinlenen bir yaklagimdir. Genetik algoritma, bir
baslangi¢ popiilasyonu olusturur ve bu popiilasyondaki bireylerin genetik materyallerini mutasyon,
caprazlama gibi operatorlerle degistirerek yeni bireyler olusturur. Bu yeni bireyler, uygunluk
fonksiyonlar1 kullanilarak 6lgiilen bir uygunluk seviyesine gore siralanir ve en iyi bireyler bir sonraki
jenerasyon igin se¢ilmektedir. Bu islem, belirlenen bir duruma kadar tekrar edilir ve sonugta en iyi
¢Oziim bulunur. Goldberg, genetik algoritmalarin 6zellikle karmagik, ¢cok boyutlu ve belirsizlik iceren

optimizasyon problemlerinin ¢éziimiinde basarili oldugunu vurgulamaktadir.

Genetik algoritmalar, canlilarin yagsam siirecini 6rnek almaktadirlar ve iyi nesillerin yagamlari
korumasi, kotii nesillerin yok olmasi ilkesine dayanmaktadir. Matematiksel modellemenin yapilamadigi

veya kesin ¢dziimiin olmadig1 problemlerde genetik algoritmadan yararlanilir (Elmas, 2018).

Genetik algoritmalar, canlilardaki evrim siireci ve dogal secilim ilkesinin yaninda genetik
stireclerin taklit edilmesi yoluyla ¢aligir. Doganin taklit edilmesi yoluyla gelistirildikleri i¢in yapay zeka
algoritmalarina dahil edilirler, ayrica genetik algoritmalar optimizasyon tekniklerinin de bir pargasidir

(Hillier ve Lieberman, 2021).

Genetik algoritmalar, optimizasyon siireci boyunca amag¢ fonksiyonuna goénderilen aday
¢oziimlerin kalitesi hakkinda aldig1 bilgiyi daha iyi aday ¢6ziimler liretmekte kullanmakta ve hatalar
deneme yanilma yoluyla gidermektedir. Yiizlerce aday ¢6ziimiin yine yiizlerce kez amag fonksiyonuna
gonderilmesi ve geri donen degerlere bagli olarak genetik operatorlerin isletilmesi, birgok klasik

optimizasyon yonteminden daha fazla islem siiresini gerektirmektedir (Satman, 2016).

3.2. Genetik Algoritma Alaninda Bibliyometrik Analiz

WOS’ta “genetik algoritma” anahtar kelimesi kullanilarak yayinlanmig 158.884 adet akademik
¢alisma bulunmaktadir. Literatiir taramasinda veriler WOS’tan elde edilirken bir konuda maksimum
100.000 adet ¢alismanin verilerine ulasilabilmektedir. 100.000 iizerindeki verilere ulasimi WOS
tarafindan engellenmektedir. Bu ¢alismalarin WOS tarafindan belirlenmis kategorilere gore dagilimlar

Sekil 12°de verilmistir.
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Sekil 12. Kategorilere Gore Yayin Dagilimlart (Genetik Algoritma)
Sekil 12 incelendiginde “Genetik Algoritma” anahtar kelimesini kullanan 158. 884 g¢aligma

birden fazla kategoride yer alabildiginden dolayi toplam 329.105 adet veri lizerinden calisma
gergeklestirildigi ve bu caligmalarin %11,54,’i Elektrik Elektronik Miihendisligi kategorisinde,
%9,79’u Bilgisayar Bilimi Yapay Zeka kategorisinde, %5,44’1i Bilgisayar Bilimi Teori Yontemleri
kategorisinde, 4,781 Multidisipliner Bilgisayar Bilimi kategorisinde, 4,331 Bilgisayar Bilimi Bilisim
Sistemleri kategorisinde yer aldigi goriilmektedir. Bahsedilen 5 kategori yayimnlanan g¢aligmalarin

%35,89’unu kapsamaktadir.

En cok yayin yapilan 25 kategori bu alanda yapilmis ¢aligmalari %75,34’iinli kapsamaktadir.
Bundan dolay1 Sekil 12°de ilk 25 kategoriye yer verilmistir Yayin tiiriine gore yayin dagilimlar ise

Tablo 3’te verilmistir.

Tablo 3. Yayin Tipi (Genetik Algoritma)

Yayin Tipi Yayin Sayisi Yiizde

Makale 57397 57,40
Bildiri Metni 41315 41,32
Inceleme 667 0,67
Toplanti Ozeti 201 0,20
Diizeltme 183 0,18
Editoryal Materyal 125 0,13
Mektup 82 0,08
Kitap 30 0,03
Genel Toplam 100000 100,00

Tablo 3’te gorildiigii gibi Genetik Algoritma hakkinda WOS’ta yayinlanan 100000 ¢alismanin
%157,40°1 makale tiriinde, %41,32’si bildiri tiiriinde ve %0,67’si inceleme tiiriindedir. Bu ¢ tiir tim

calismalarin %99,38’ini olusturmaktadir. Yillara gore yayin dagilim grafigi Sekil 12°de verilmistir.
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Sekil 13. Yillara Gore Yayin Sayilar1 (Genetik Algoritma)
Sekil 13 incelendiginde Genetik Algoritma alaninda ilk ¢aligmalarin 1987 yilinda yapilmaya

baglandig1 goriilmektedir. Teknolojik gelismeler ve bilgisayar donammlarinin giiglenmesi ile yayin
sayist artig gostermistir. Ortaya ¢iktigr giinlerden beri ¢ikis gosteren derin 6grenme konusu son yillarda
artigini kaybetmekte ve duraganliga gecis yapmaktadir. Anahtar kelime sayisina gore yayin dagilimlar

Sekil 14°te verilmistir.
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Uzeri

Sekil 14. Anahtar Kelime Sayisina Gore Yayin Sayis1 Dagilimi (Genetik Algoritma)
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Sekil 14 incelendiginde ¢alismalarin %10,37’sinde 3 anahtar kelime kullanildigi, %24,48’sinde
4 anahtar kelime kullanildigi, %25,94 iinde 5 anahtar kelime kullanildig1 %11,42’sinde 6 anahtar kelime
kullanildigr tespit edilmistir. Calismalarin %72,21’inde 3 ile 6 arasinda anahtar kelime kullanilmisgtir.
Calismalarin %19,92’sinde genetik algoritma haricinde herhangi bir anahtar kelime kullanilmamuistir.

Genetik Algoritma anahtar kelimesi kullanilan ¢aligmalarda anahtar kelimelere ait sosyal ag analizi

Sekil 15°te verilmistir.

Sekil 15. Anahtar Kelimelere Ait Sosyal Ag Analizi (Genetik Algoritma)

Sekil 15 incelendiginde 100.000 adet calismada toplam 411.857 adet anahtar kelime kullanildig:
ve bu 411.857 adet anahtar kelimenin 1173 kiimede birlestigi goriilmektedir. Sekilde kiimeler renkler
ile gosterilmigtir. En ¢ok kullanilan anahtar kelime bibliyometrik analizde de kullanilan genetik
algoritma anahtar kelimesidir. Genetik algoritma haricinde, optimizasyon, tasarim, model, sinir aglari,
evrim algoritmalari, simiilasyon, performans, tahmin, siniflandirma, anahtar kelimelerinin de siklikla
calismalarda kullanildig tespit edilmistir. Yazarlar arasindaki iligkileri incelemek i¢in yazarlar arasinda

da sosyal ag analizi ger¢eklestirilmis ve Sekil 16’da verilmistir.
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Sekil 16. Yazarlara Ait Sosyal Ag Analizi (Genetik Algoritma)
Sekil 16 incelendiginde 100.000 adet ¢aligmada toplam 329.021 adet farkli yazarin yer aldig1

tespit edilmistir. 329.021 adet yazarin 110 kiimede birlestigi tespit edilmistir. Sosyal ag analizi sonuglari
incelendiginde yazarlarn iki ayrik kiimede yogunlastig1 ve ayrik kiimelerin birbiri ile iligkili bir yapida
oldugu ve cogunlukla merkezde konumlandii goriilmektedir. Genetik algoritma anahtar kelimesi
kullanan c¢aligmalar birlestirilerek yazarlarin bu alanda almis olduklar atiflar sosyal ag analizi ile

incelenmis ve sonuglar Sekil 17°de verilmistir.

Sekil 17. Yazarlarin Almis Olduklar1 Atiflara Ait Sosyal Ag Analizi (Genetik algoritma)
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Sekil 17 incelendiginde K. Deb’in genetik algoritma alaninda 29558 adet atifla en fazla atif alan
yazar oldugu tespit edilmistir. Genetik algoritma alaninda yayin yapmis 329.021 adet yazar toplamda
2.533.421 adet atif almigtir. Toplam atif miktar1 yazar sayisina oranlandiginda yazar basina ortalama
7,70 atif diigmektedir. Alinan atiflara gore yazarlarin 26 kiimede birlestigi goriilmektedir. Atif alan

calismalara ait sosyal ag analizi Sekil 18’de verilmistir.
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Sekil 18. Yayinlarin Almis Olduklar Atiflara Gore Sosyal Ag Analizi (Genetik Algoritma)

Sekil 18 incelendiginde 100.000 adet yayindan 73.739 tanesi atif almigtir. Atif alan 73.739 adet
yaymin 35 kiimede birlestigi tespit edilmistir. Derin 6grenme alaninda en ¢ok atif alan ¢aligma 29.790
adet atif ile K.Deb ve arkadaslarmin 2002 yilinda yayinlamis oldugu ¢alismadir. Ikinci sirada ise 16.831
adet atif ile Storn ve Price’in 1997 yilinda yaymlamis oldugu ¢alisma bulunmaktadir. Ugiincii sirada
ise G. M. Morris ve arkadaslarinin 1998 yilinda yayinlamig olduklari ¢alisma yer almaktadir. 100.000

adet caligmada kullanilan referanslara ait sosyal ag analizi Sekil 19°da verilmistir.
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Sekil 19. Kullanilan Referanslara Ait Sosyal Ag Analizi (Genetik Algoritma)
Sekil 19 incelendiginde 100.000 adet ¢alismada toplamda 1.331.301 adet referans kullanilmistir.

Kullanilan referans miktar1 yayin sayisina oranlandifinda yayinlarin ortalama 13.31 adet referans
kullandigr tespit edilmistir. Kullanilan 1.331.301 adet referansin 16 adet kiimede birlestigi
goriilmektedir. D. Golberg’in 1989 yilinda yayinlamig oldugu yayin, 10.299 ¢alismanin kaynakcasinda

yer almaktadir.

3.3. Genetik Algoritma Cesitleri

Genetik algoritmalar, ger¢ek ve ikili kodlu genetik algoritmalar, ¢ok amagl genetik
algoritmalar, paralel genetik algoritmalar, kaotik genetik algoritmalar ve karma genetik algoritmalar

olmak iizere gesitlere ayrilmaktadir.
3.3.1. Klasik Genetik Algoritma

Klasik Genetik Algoritma, dogal secilimden esinlenen bir optimizasyon algoritmasidir. En
uygun olanin hayatta kalmasi prensibine dayanan popiilasyon tabanli bir arama algoritmasidir
(Michalewicz, 1996). Yeni popiilasyonlar, popiilasyonda bulunan bireyler {izerinde genetik

operatorlerin iteratif kullanimu ile tiretilmektedir (Katoch vd., 2021).

Kromozom gosterimi, se¢im, ¢aprazlama, mutasyon ve uygunluk fonksiyonu hesaplamasi
genetik algoritmanin temel unsurlarini olusturmaktadir. Genetik algoritmanin ¢aligma prosediiriine ait

akig diyagrami Sekil 20°de verilmistir.
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N kromozomdan olusan bir popiilasyon (Y) rastgele baglatilmaktadir. ¥’deki her kromozomun
uygunlugu hesaplanmaktadir. Uygunluk degerine gore Y popiilasyonundan C/ ve C2 olmak iizere iki
kromozom seg¢ilmektedir. C/ ve C2 iizerinden ¢aprazlama olasilig1 p(C) olan tek noktali ¢aprazlama
operatorii uygulanarak O yavrusu iiretilmektedir. Daha sonra, iiretilen yavru (O) iizerinden mutasyon
olasiligi p(M) olan tek tip mutasyon operatorii uygulanarak O’ tretilmektedir. Yeni yavru O’ yeni
popiilasyona yerlestirilmektedir. Se¢im, ¢aprazlama ve mutasyon islemleri yeni popiilasyon

tamamlanana kadar mevcut popiilasyon iizerinden tekrarlanmaktadir.

Genetik algoritma, caprazlama ve mutasyon olasiliklar araciligiyla arama siirecini dinamik
olarak degistirerek optimum ¢6ziime ulasmaktadir. Genetik algoritma kodlanmis genleri
degistirilebilmekte, birden fazla bireyi degerlendirebilmekte ve birden fazla optimum ¢6ziim
iretebilmektedir. Bu nedenle genetik algoritma diger yontemlere gore daha iyi bir optimum ¢d6ziim

arama yetenegine sahiptir.

Ebeveyn kromozomlarinin ¢aprazlanmasindan iiretilen yavrularin genetik semalari, ebeveyn

kromozomlarini ortadan kaldirmakta ve ¢aprazlama formiilii agsagidaki gibi tammlanmaktadir.

R:(G+2\/§)/3G 3.1)

Burada g nesil sayisi, G ise popiilasyon tarafindan belirlenen toplam evrimsel nesil sayisidir.
Denklem 3.1°den R’nin dinamik olarak degistigi ve evrimsel nesil sayisi arttik¢a arttigi goriilmektedir.
Genetik algoritmanin ilk asamasinda bireyler arasindaki benzerlik ¢ok diisiiktiir. Yeni popiilasyonun
bireylerin miikemmel genetik semasini yok etmemesini saglamak i¢in R degeri diisiik olmalidir. Evrimin

sonunda, bireyler arasindaki benzerlik ¢ok yliksek oldugun gibi R degeri de yiiksek olmalidir (D. Liu,
2019).
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Sekil 20. Genetik Algoritma Akis Diyagrami

3.3.1.1. Genetik Operatorler
Bu boliimde genetik algoritmada kullanilan operatorler agiklanmaktadir. Sekil 21°de genetik

algoritmada kullanilan operatérler ve operatorlerde en sik kullanilan yontemler verilmistir.
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Genetik Algoritmada
Kullanilan Operatérler

Y Y Y Y

Kodlama $emasit Segim Caprazlama Mutasyon

> Ikili Kodlama —> Rulet Carki Segimi —> Tek Nokta Gaprazlamasi —> Yer Degistirme Mutasyonu

—> Sekizli Kodlama —> Rank Seg¢imi —> K Nokta Caprazlamasi —> Ters Cevirme Mutasyonu
—>Onaltili Kodlama —> Turnuva Segimi —> Tek Daze Gaprazlama —> Karigtirma Mutasyonu
|—» Permitasyon Kodlamasi  —— Boltzmann Segimi Kismen Eglegmig |—> Bit Gevirme Mutasyonu

Caprazlama

Stokastik Evrensel

< —> Mutasyonu Tersine Cevirme
Ornekleme ¥ G

—> Deger Kodlamasi —> Sirali Caprazlama

—> Agac¢ Kodlamasi > Oncelik Koruyuculu Gaprazlama
—>Karigik Caprazlama

—> Azaltilmig Tagiyici Caprazlamasi

L——>» Dongl Gaprazlamasi

Sekil 21. Genetik Algoritmada Kullanilan Operatorler (Katoch vd., 2021)

3.3.1.2. Kodlama Semasi

Hesaplama problemlerinin ¢cogunda kodlama semasi (belirli bir forma doéniistiirme) 6nemli bir
rol oynar. Verilen bilgi belirli bir bit dizisi i¢inde kodlanmalidir. Kodlama semalar1 problem alanina
gore farklilasmaktadir. Siklikla kullanilan kodlama semalar ikili, sekizli, on altili, permiitasyon, deger
tabanli ve agac kodlamadir. Kodlama semalarina ait artilar, eksiler ve uygulama alanlar1 Tablo 4’te

verilmistir.

Tablo 4. Farkli Kodlama Semalarinin Karsilagtirilmasi (Katoch vd., 2021)

Kodlama Semasi Artilan Eksileri Uygulama Alanlar
S Uygulamasi Kolay Ters Cevirme Operatoriinii Ikili Kodlamay1
Ikili Kodlama Daha Hizli Calisma Desteklemez Destekleyen Problemler
Sekizli Kodlama Uygulamasi Kolay Ters Cevirme Operatoriinii Sinirl Kullanim
Desteklemez
Ters Cevirme Operatoriinii
Onaltili Kodlama Uygulamasi Kolay Sinirlt Kullanim

Desteklemez

Permiitasyon Kodlamasi

Ters Cevirme Operatdriini
Destekler

ikili Operatorii
Desteklemez

Gorev Siralama Problemleri

Deger Kodlamasi

Deger Doniistiirmeye Gerek
Yoktur

Ozel Caprazlama ve
Mustasyon Gerektirir

Sinir Aglar1 Problemleri

Agac Kodlamast

Operatér Uygulanmasi
Kolay

Bazi Problemler I¢in Agag
Tasarlamak Zordur

Evrim Problemleri
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Genetik algoritmalarda ikili kodlama, igerilen bilgiyi temsil etmenin en yaygin yoludur. Yaygin
olarak kullanilma nedenlerinin basinda basitligi gelmektedir. ikili kodlamada her kromozom bir bit
dizisidir: 0 veya 1 olarak kodlanmaktadir. Tek bir x; degiskeni sirasiyla a; ve b; alt ve iist sinirlarina

sahipse, x;’yi n bit kullanarak ikili kodlamanin standart yolu, 0 < k < 2 i¢in tamsay1 k i¢in standart

bi—a bi—a;
2n n

Lve a;+(k+1) 5

ikili kodlamaya karsilik gelen a; +k arasindaki gercek degerleri

kullanmaktir. Ornegin a; = 0, b; = 4 ve n = 5 ise % ile % arasindaki gergek degerler, ikili kod olarak

00011°e karsilik gelmektedir (Wright, 1991).

Genetik algoritmalarin kullanimi sirasinda karsilasilan ilk sorun, degerlerin dogru bir sekilde
temsil edilip edilmedigidir. Siirekli degiskenlerin fonksiyonlarnin optimize edilmesi igin ikili
kodlamanin kullanilmasi, temsil edilememe sorununa sebep olmaktadir. Bu nedenle deger
kodlamasinda, x kromozomu ger¢ek sayilarin bir vektorii olarak kodlanmaktadir. Bu sayede x’in her

bileseni f fonksiyonunun bir degiskenini temsil etmektedir (Bessaou ve Siarry, 2001).

Permiitasyon kodlamasi, cogunlukla ¢izelgeleme problemlerini ¢ozmek amaciyla gelistirilmis
olup, tasarim uzayinin boyutunun azalttig1 i¢in optimum permiitasyon arayigini daha verimli bir sekilde
ele almaktadir. Permiitasyon kodlamasi, ¢ogunlukla belirli bir sehir listesi i¢in, seyahat maliyetini en
aza indirmeyi amaglayan gezgin satici problemleri igin gelistirilmis ve dizinin nerede basladigina
duyarsizdir, permiitasyon kodlamasinda dongiisel permiitasyonlar nemli degildir (B. Liu, T. Haftka, A.
Akgiin ve Todoroki, 2000). Permiitasyon kodlamasinda, her kromozom, bir dizideki bir konumu temsil

eden bir say1 dizisidir.

Agag kodlamasi esas olarak, gelisen programlar veya ifadeler i¢in kullanilir. Aga¢ kodlamasinda
her kromozom, fonksiyonlar veya komutlar gibi bazi nesnelerden olusan bir agactir. Cebirsel ifadeler
keyfi boyutta ve cesitli formlarda bulunmaktadir. Bunlari sabit uzunluklu ikili diziler olarak kodlamak,
arama alanmm kisitlar ve sonugta algoritma yalnizca belirli bir problem yerine genel bir sinifa
uygulanabilir hale gelmektedir. Bu nedenle, sayisal tahminlerde cebirsel ifadeleri temsil etmek i¢in agag

kodlama kullanmak kullamigli bir alternatif olarak ortaya ¢ikmaktadir (McKay, 1995).
3.3.1.3. Secim Teknikleri

Secim, genetik algoritmalarda belirli bir dizinin ireme siirecine katilip katilmayacagini
belirleyen 6nemli bir adimdir. Se¢im adim1 bazen “iireme operatorii” olarak da adlandirilmaktadir (Fox
ve McMabhon, 1991; Jebari, 2013). Se¢im, ¢aprazlama i¢in popiilasyondan iki ebeveyn se¢cme islemidir.
Secimin amaci, popiilasyondaki miitkemmel bireyleri secerek yavrularin daha miikemmel olmasini
saglamaktir. Genetik algoritmanin yakinsama orani se¢imde belirlenen yavrulara baglidir. Genetik

algoritmalarda se¢im asamasinda dogru yavrularin se¢imi optimal veya neredeyse optimal ¢dziimlerin
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elde edilmesini saglayabilir. Ancak, yanlis bir yavrunun se¢imi sonucunda yakinsama hizi yavas olacak
ve genetik algoritmanin optimum ¢6ziime ulasmasi daha uzun zaman alacaktir (Sivanandam ve Deepa,
2007). Siklikla kullanilan se¢im teknikleri, rulet ¢arki (roulette wheel), rank, turnuva (tournament),
Boltzmann ve stokastik evrensel (stochastic universal sampling) drneklemedir. Se¢im tekniklerine ait

artilar ve eksiler Tablo 5’te verilmistir.

Tablo 5. Farkli Se¢im Tekniklerinin Karsilagtirilmasi (Katoch vd., 2021)

Secim Teknigi Artilan Eksileri
Uygulamasi1 Kolay Erken Yakinsama Riski
Rulet Carki Basit Uyum Fonksiyonunda Mevcut Olan
Yanlhiliktan Armmis Varyansa Baglidir
. Yavas
Rank gzzltllllllli%;nKlz?llriml Siralama Gerekli
3 Hesaplama Agisindan Pahali
Cesitliligi Korur - <
Turnuva Paralel Uygulama (T;Erﬁr;il?}?zu;? Bityilk Oldugunda
Siralama Gerekmez ¥ Y
Boltzmann Global Optimum Elde Edilir Hesaplama Agisindan Pahali

Hizli

Yanliliktan Arinmig e Yalnsaiig

Stokastik Evrensel Ornekleme

Ideal bir secim stratejisi, genetik algoritmada arama performansina ince ayar yapmak igin
bireyler arasindaki uyum farkini ve popiilasyon ¢esitliligini ayarlayabilecek sekilde olmalidir. Rulet
carki se¢im tekniginde kiimiilatif olasilik, tiim bireylerin se¢im olasiliklar1 ile hesaplanmaktadir.
Denklem 3.2 ile k numarali bireyin kiimiilatif olasilig1 hesaplanabilir. O ile 1 arasinda olan rastgele e
say1st olusturulur ve p, (a;) ile karsilastirilarak segim bireyi belirlenir. Eger a;_; < e < ay, ise birey

secilir. Yavru neslin n bireyini olusturmak i¢in n tur iglem tekrarlanmaktadir.

k

p.(a)=>p.(a,) (3.2)

J=1

Rulet ¢arki yonteminde se¢im tamamen rastgele sayilara bagli olarak yapilmakta, bu da segim
belirsizligini arttirmaktadir. n = 100’liik bir popiilasyon dl¢egi i¢in ortalama se¢im olasiligi sadece 0,01
olmakla birlikte popiilasyon dl¢eginin daha da artmasi ile optimal bir bireyin secilme olasiligi daha da
diigmektedir. Rulet carki ydntemindeki bu rastgelelik miikemmel bir bireyin kaybina neden

olabilmektedir (Yu, Fu, Li ve Dong, 2016).

Rank secimi, rulet carki se¢iminin hatalarini ortadan kaldirmak igin se¢im prosediiriine
determinizm eklenerek, degistirilmis bir seklidir. Her bireyin kendi siralamasina gore secilme sansi elde

etmesi i¢in uyum degerine gore siralanmakta, bu da ¢6ziimiin zamanindan Once yerel bir minimuma
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yakinsama olasiligini azaltmaktadir. Rank se¢imi popiilasyonu uyum degerine gore siralar, en kotiiniin
uyum degeri 1 ve en iyinin uyum degeri N’dir. Rank se¢iminde uyum varyansi diisiik oldugundan
bireyler arasindaki uyum farkini siirdiirmekte, ¢esitliligi korumakta ve basarili bir arama saglamaktadir

(Sivanandam ve Deepa, 2007).

Rulet ¢arki se¢iminin aksine turnuva se¢im stratejisi N,, bireyleri arasinda bir turnuva yarigmasi
diizenleyerek bireyler arasindaki farki saglar. Turnuvadaki en iyi birey, N, ’nun kazanani olan en yiiksek
uyuma sahip bireydir. Turnuva yarigmalarini kazanan bireyler sonra ¢iftlesme havuzuna eklenir, bu
islem ciftlesme havuzu dolana kadar tekrarlanir. Turnuva galibini igeren ¢iftlesme havuzu daha yiiksek
ortalama popiilasyon uyumuna sahiptir. Uyum farki, genetik algoritmada sonraki genlerin uyumunu

iyilestirerek optimum ¢dziime ulagmay1 saglamaktadir (Sivanandam ve Deepa, 2007).

Benzetimli tavlama, bir fonksiyonun minimizasyonu veya maksimizasyonu yontemidir. Bu
yontem, bir minimizasyon probleminde minimum fonksiyon degerine ulagmak i¢in erimis metalin yavag
soguma siirecini simiile etmektedir. Boltzmann, olasilik dagilimi kavrami ile tamitilan sicaklik benzeri
bir parametrenin kontrol edilmesi, sogutma olayini simiile etmektedir. Boltzmann segiminde siirekli
degisken bir sicaklik, 6nceden ayarlanmis bir programa gore secim oranini kontrol etmektedir. Sicaklik
yiiksek olarak baglar, bu da bireyler arasindaki uyum farkinin diisiik oldugu anlamina gelmektedir.
Sicaklik kademeli olarak diisiiriilerek bireyler arasindaki farklilik kademeli olarak arttirilir boylece
genetik algoritmanin uygun gesitlilik derecesini korurken, arama uzayinin en iyi ¢6ziim kiimesine daha
yakin bir sekilde daralmasina izin vermektedir (Sivanandam ve Deepa, 2007). Boltzmann se¢imi, Monte
Carlo simiilasyonunda kullanilan entropi ve drnekleme yontemlerine dayanmakta ve erken yakinsama

sorununun ¢oziilmesine yardimci olan bir se¢im yontemidir (Chang-Yong Lee, 2003).

Stokastik evrensel 6rnekleme se¢im teknigi, rulet carki se¢im ydnteminin bir uzantisidir. Bir
popiilasyonun bireyler listesinden bir baglangi¢ noktasi belirlenir ve yeni bireyler esit araliklarla segilir.
Stokastik evrensel 6rnekleme bir sonraki nesil i¢in ¢aprazlamaya katilmak iizere segilecek tiim bireylere

esit se¢cilme imkan1 sunmaktadir (Katoch vd., 2021).
3.3.1.4. Caprazlama Operatorleri

Genetik algoritma, verilen problemin cevabina esit veya yakin bir sonucu bir Onceki
popiilasyondan {iretilen yeni popiilasyonlar ile aramaktadir. Genetik algoritmalarda en iyi ¢oziimleri /
yavrular1 olusturmak igin kullanilan temel strateji, ebeveyn genlerini ¢aprazlamaktir (Umbarkar ve
Sheth, 2015). Caprazlama operatorleri iki veya daha fazla ebeveynin genetik bilgilerini birlestirerek
yavrulari olugturmak i¢in kullanilmaktadir. Optimum ¢6ziimii minimum nesilde miimkiin oldugunca
erken elde etmek igin cesitli caprazlama teknikleri gelistirilmigtir. Sik kullanilan c¢aprazlama

operatorleri: tek noktali, iki noktali, k noktali, tek diize, kismen eslesen, sirali, 6ncelik koruyuculu
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caprazlama, karigik, indirgenmis vekil ve dongii ¢aprazlamasidir. Caprazlama operatorlerine ait artilar

ve eksiler Tablo 10°da verilmistir.

Tablo 6. Farkli Caprazlama Operatdrlerinin Karsilagtirilmasi (Katoch vd., 2021)

Caprazlama Operatorii Artilan Eksileri
Tek Nokta gzs%ltﬂamam Kolay Daha Az Cesitli Sonuglar
Iki ve K Nokta Uygulamasi Kolay Daha Az Cesitli Sonuglar

Kigiik Alt Kiimelere Uygulanabilir

Kiigiik Optimize Problemlerinde Daha

Indirgenmis Vekil iyi Performans Erken Yakinsama
Yansiz Kesif
. Biiyiik Alt Kiimelerde Uygulanabilir o
Tek Diize Daha iyi Tekrar Kombinasyon Daha Az Cesitli Sonuglar
Potansiyeli
Oncelik Koruyuculu Daha lyi Yavru Uretimi Artik Sorunu
Sirali Daha Tyi Kesif Onceki Bireylerden Gelen Bilgi Kaybi
Dongi Yansiz Kesif Erken Yakinsama
Daha Iyi Yakinsama Orani
Kismen Eslesen Diger Caprazlama Operatérlerinden -

Daha Ustiin

Tek noktali ¢aprazlama, genetik algoritma uygulamalar i¢in kullanilan basit ¢aprazlama
teknikleri arasinda yer almaktadir. Bu ¢aprazlama, ebeveynlerin tek noktadan par¢alanmasini
kullanmakta ve ardindan yavru olusturmak i¢in ebeveynlerin ¢aprazlama noktalarini birlestirmektedir.
Tek noktali caprazlama, dnce ¢aprazlama i¢in kullanilacak iki ebeveyni segmekte ve ardindan rastgele
herhangi bir caprazlama noktasi p; (i = 0 ile n — 1 ) segmektedir. Ebeveynler ¢aprazlama noktalarindan
birlestirilerek iki yavru olugturmaktadir (Umbarkar ve Sheth, 2015). Asagida iki ebeveyn ile olusturulan,

tek nokta ¢aprazlama gergeklestirilen basit bir 6rnek gosterilmektedir.

Ebeveyn 1: (1010/10010)
Ebeveyn 2: (1011]10110)
Yavru 1: (1010]10110)
Yavru 2: (1011[100 1 0)

Yukaridaki 6rnekte dordiincii ve besinci genler arasi ¢aprazlama noktasi olarak segilmistir.

fki noktal1 ve k noktali caprazlamada, iki veya daha fazla rastgele caprazlama noktas1 segilir ve
ebeveynlerin genetik bilgileri olusturulan boliimlere gore degistirilir (Katoch vd., 2021). Asagida iki

ebeveyn ile olusturulan k nokta ¢aprazlama gergeklestirilen basit bir 6rnek gosterilmektedir.

Ebeveyn 1: (10|10(]100]10)
Ebeveyn 2: (10]00J101]10)
Yavru 1: (10[00[100]10)
Yavru 2: (10]10(101]10)
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Yukaridaki ornekte ikinci ve {glincii, dordiincii ve besinci, yedinci ve sekizinci genler arasi

¢aprazlama noktasi olarak segilmistir.

Tek diize ¢aprazlama, kromozomlari yeni kombinasyonlar olusturmak igin pargalara
ayirmamaktadir. Yavrulardaki her gen, ebeveyn kromozomlarinin uzunlugu ile ayni uzunluktaki ikili
caprazlama maskesindeki ilgili bite gore secilen ebeveynden kopyalanarak olusturulmaktadir.
Caprazlama maskesindeki bit 1 ise, ortaya ¢ikan gen ilk ebeveynden kopyalanmakta ve ¢aprazlama
maskesindeki bit 0 ise, ortaya ¢gikan gen ikinci ebeveynden kopyalanmaktadir. Caprazlama noktasinin
miktar1 sabit olmadigindan dolay1 yavrular her iki ebeveynden gelen genlerin bir karigimina sahiptir
(Kora ve Yadlapalli, 2017). Asagida iki ebeveyn ile olusturulan tek diize caprazlama gergeklestirilen

basit bir 6rnek gosterilmektedir.

Ebeveyn 1: (111010010
Ebeveyn 2: (100010110
Yavru 1: (110010110
Yavru 2: (101010010

Kismen eslestirilmis c¢aprazlama en sik kullanilan ¢aprazlama operatorlerinin basinda
gelmektedir. Diger operatorlere gore daha kisa siirede ve daha iyi bir performans ile optimuma ulagmay1
saglamaktadir. Kismen eslestirilmis caprazlamada ¢iftlesme igin iki ebeveyn segilmekte ve
ebeveynlerden biri genetik materyalinin bir kismin1 yavrusuna bagislamakta ve diger ebeveynin karsilik
gelen kismi yavrunun genlerine dahil edilmektedir. Bu siire¢ tamamlandiginda, disarida kalan genler
ikinci ebeveynden kopyalanmaktadir. Asagida iki ebeveyn ile olusturulan kismen eslestirilmis

caprazlama gerceklestirilen basit bir drnek gosterilmistir.

Ebeveyn 1: (123]|]456]|78)
Ebeveyn 2: 375]168]|24)
Yavru 1: (423]|]168]|75)
Yavru 2: 378|456|21)

Yukaridaki 6rnekte, ii¢iincil ve dordiincii genler ile altinci ve yedinci genler arasinda yer alan kesme
noktalarmin arasindaki alt dizi “esleme” olarak adlandirilmaktadir. Ornekte 4 < —>1; 5 < —>
6ve 6 < —> 8 eslemeleri tanimlanmaktadir. ik ebeveynin esleme béliimii ikinci yavruya, ikinci
ebeveynin esleme bolimii birinci yavruya kopyalanmaktadir: Yavru 1 = (X X X| 1 6 8 | X X),
Yavru2=(X X X| 4 5 6 | X X). Ardindan, Yavru 1’de kalan bosluklar Ebeveyn 1 tarafindan, Yavru
2’de kalan bosluklar Ebeveyn 2 tarafindan doldurulmaktadir. Ebeveynler tarafindan doldurulan genler,
esleme boliimii dikkate almarak doldurulmaktadir. Ornegin; Ebeveyn 1’in ilk geninde yer alan “1”

esleme boliimiinde yer almasindan dolay1 Yavru 1’e “4” olarak aktarilmaktadir.

Sirali ¢aprazlama, ebeveynin bir veya daha fazla boliimiinii se¢ilen kesim noktalarindan yavruya
kopyalamakta ve kalan alan1 kopyalanan boliimiinde yer alanlardan farkli degerlerle doldurmaktadir

(Katoch vd., 2021). Sirali ¢aprazlama, tek bir adimda gergeklestirilebilen basit bir permiitasyon
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¢aprazlamasidir (R. Kumar vd., 2022). Siire¢ kesme noktasi segilerek kismen eslestirilmis ¢aprazlamaya
benzer sekilde baslamaktadir. Siralama caprazlama, kismen eslestirilmis ¢aprazlamada oldugu gibi
nokta degisimler kullanilmak yerine eslenen konumlari1 géndererek disarida kalan bogluklar1 doldurmak
icin kayma hareketi uygulamakta ve ¢aprazlama noktalar1 arasindaki permiitasyon elemanlarinin bir
kismini kesilen diziden dogrudan yavrulara kopyalamakta ve ayn1 konuma yerlestirmektedir (Kora ve

Yadlapalli, 2017).

Oncelik koruyuculu caprazlama, caprazlama uygulamadan 6nce yavrularin ebeveynlerinde
mevcut olan bireysel ¢oziimlerin siralamasini korumaktadir. Oncelik koruyucu ¢aprazlamada, her iki
ebeveynden yavruya bireylerin segilip secilmeyecegine rastgele 1’ler ve 0’lardan olusan bir dizi

yardimiyla karar verilmektedir (Katoch vd., 2021).

Karigik caprazlama, diger operatorlerin getirdigi yanliligi azaltmak i¢in Onerilmektedir.
Caprazlama isleminden Once bireysel bir ¢oziimii degerlerini karistirmakta ve caprazlama islemi
gergeklestirildikten sonra karistirmayr ¢6zerek caprazlama noktasinin c¢aprazlamada herhangi bir
yanlilik olusturmasini engellemektedir . Karigik ¢aprazlamada, tek noktali ¢aprazlama teknigi kullanilir

ek olarak karistirma islemi uygulanmaktadir (Umbarkar ve Sheth, 2015).

Indirgenmis vekil gaprazlama, ebeveynlerin genetik kompozisyonlarinda yeterince gesitlilik
olmas1 durumunda genetik algoritmanin daha iyi bireyler iirettigi varsayimina dayanarak gereksiz
caprazlamalar1 azaltmakta ancak ayni bilesime sahip ebeveynler i¢in daha iyi yavrular liretememektedir
(Katoch vd., 2021). Indirgenmis vekil gaprazlama ilk olarak ebeveynlerin bireysel genlerini kontrol
etmekte ve her iki ebeveynin genlerinin farkli oldugu tiim olas1 ¢aprazlama noktalarinin listesini
olusturmaktadir. Bu listeleri olusturduktan sonra, eger listede bir eleman bulunmuyorsa bir islem
gergeklestirmez. Ancak, ebeveynlerin 1’den fazla gende farklilik gostermesi durumunda, listeden
rastgele bir ¢aprazlama noktasi segmek kaydiyla yavrulart olusturmak i¢in tek noktali ¢aprazlama

gergeklestirmektedir (Umbarkar ve Sheth, 2015).

Dongii caprazlama, her bir elemanin ebeveynlerinin konumuna atifta bulunarak pozisyon aldigi
ebeveynleri kullanarak bir yavru olusturmaya calismaktadir. ilk dongiide, ilk ebeveynden bazi genleri
almakta ardindan ikinci dongiide ikinci ebeveynden geri kalan genleri almaktadir. Dongii ¢caprazlama,

permiitasyon kodlamasina sahip kromozomlar i¢in kullanilmaktadir (Kora ve Yadlapalli, 2017).
3.3.1.5. Mutasyon

Mutasyon, bir popiilasyondan bir sonraki popiilasyona genetik gesitliligi korumak amaciyla
kullanilan bir operatordiir (Katoch vd., 2021). Mutasyon siireci, genetik algoritmalarin erken yakinsama

sorununu 6nlemek i¢in yerel veya optimum altinda kalan ¢éziimlerden kaginmasini saglamaktadir (Lim
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vd., 2017). Siklikla kullanilan mutasyon operatorleri; Yer degistirme, basit ters ¢evirme ve karistirma

mutasyonudur. Cesitli mutasyon operatorlerinin artilart ve eksileri Tablo 11°de verilmektedir.

Tablo 7. Farkli Mutasyon Operatorlerinin Karsilastiriimas: (Katoch vd., 2021)

Mutasyon Operatorii Artilan Eksileri

Uygulamasi1 Kolay

Kiiciik Problemler i¢in Uygulanabilir Erken Yakinsama Riski

Yer Degistirme

Basit — Ters Cevirme Uygulamasi Kolay Erken Yakinsama

Popiilasyonda Bozulma
Bazi Problemlerde Coziim Kalitesinin
Bozulmasi

Cok Sayida Geni Etkiler

Karigtirma Biiyiik Problemler i¢in Uygulanabilir

Yer degistirme mutasyonu, rastgele bir alt dizi segmekte ve segmis oldugu diziyi rastgele bir
konuma yerlestirmektedir. Yer degistirme mutasyonu rastgele segilen alt dizinin bir pozisyon sayisi

kadar saga ya da sola kaydirilmasi olarak da agiklanabilmektedir (Nearchou, 2004).
1 23 45 6 7 8 9
1 27 8 9 3 4 5 6
Basit — ters gevirme mutasyon operatorii, tek bir ¢oziimde belirtilen herhangi iki konum
arasindaki alt diziyi tersine ¢evirmektedir. Basit — ters ¢evirme mutasyon operatorii ters ¢evirdigi alt

diziyi rastgele bir konuma yerlestirmektedir (Katoch vd., 2021).

1 23 45 6 7 89
1 23 4 8 7 6 59

Karigtirmali mutasyon operatorii, bireysel ¢oziimiin belirli bir araligindaki elemanlar rastgele
bir sirayla yerlestirir ve yeni iiretilen ¢6ziimiin uygunluk degerinin iyilestirilip iyilestirilmedigini kontrol

etmektedir.
1 23 45 6 7 8 9
1 23 6 47 5 8 9
Optimum sartlar altinda kullanilabilecek olan ¢esitli operatdrlerin en iyi kombinasyonlart Tablo
12°de verilmektedir.

Tablo 8. Optimum Sartlar Altinda Cesitli Operatérlerin En Iyi Kombinasyonu (Katoch vd., 2021)

Kodlama Semas1 Caprazlama Mutasyon

Tek Diize

Aritmetik

Tek Nokta

K Nokta
Kismen Eslestirilmis
Permiitasyon Dongii Basit — Ters
Sirali
Tek Diize
Aritmetik
Tek Nokta
K Nokta

Ikili Basit — Ters

Deger Yer Degistirme
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Tek Diize

Agag Tek Nokta

Karistirmali

Tablo 12 incelendiginde tek diize caprazlama yontemi farkli kodlama semalar1 ve farkli
mutasyon yontemleri ile kullanilabilmektedir. Kismen eslestirilmis ¢aprazlama yontemi, permiitasyon
kodlama semasi ve basit — ters mutasyon ile kullanildiginda optimum sonuca ulagmaktadir. Deger
kodlama semas: tercih edildiginde yer degistirme mutasyon yontemi ile optimum sonuca ulagmayi

saglamaktadir.
3.3.2. Gergek ve Ikili Kodlu Genetik Algoritmalar

ikili kodlu genetik algoritmalar, 6zellikle bir 6zelligin var olup olmadigim belirten karar
degiskenlerinin oldugu problemlerde kullanilmaktadir. Bununla birlikte, kesikli bir arama uzayi
problemini ele alirken de ikili kodlu genetik algoritmalar kullanilmaktadir. Kesikli bir arama uzay1

problemini ele alirken ikili kodlu genetik algoritmalar1 kullanmak i¢in 6nemli nedenler bulunmaktadir.

Holland (1975) ve Goldberg (1989), popiilasyon biiyiikliigii N olan bir genetik algoritmanin her
nesilde N adet dizgiyi islemine ragmen sema uzaymnda O(N3) kadar semanin islendigini &ne
stirmektedir. Bu kaldirag, genetik algoritmaya ortiik paralellik 6zelligi saglamaktadir. Goldberg, islenen
toplam gema sayisina dayanarak, ikili kodlu genetik algoritmanin bilgi biti bagina maksimum sema

sayisini sundugunu belirtmektedir (Deb, 2001).

Stirekli bir arama uzayina sahip problemleri ele almak i¢in ikili kodlu genetik algoritmalarin
kullanilmasi gerektiginde, bircok zorluk ortaya ¢ikmaktadir. Zorluklardan biri, komsu bir ¢oziime
(gercek uzayda) gecilmesi sirasinda ikili kodlu genetik algoritmada birgok bit degerin gerektigi belli
dizilerde ortaya ¢ikan Hamming ugurumlaridir. ikili kodlamalarda bulunan Hamming ugurumlari,
stirekli arama uzayinda kademeli bir arama i¢in engel olusturmaktadir (Deb, 2001). Bundan dolay1
stirekli bir arama uzaymna sahip problemlerin ¢oziimiine imkan saglamak i¢in D. E. Goldberg (1990)
tarafindan gercek kodlu genetik algoritmalar kullanilmaya baglanmistir. Ger¢ek kodlu genetik
algoritmada, bir ¢6ziim dogrudan gergek parametreli karar degiskenlerinin bir vektdrii olarak
gosterilmektedir. Bu durum ¢o6ziimlerin, problemin dogal formiilasyonuna yakin bir sekilde temsil

edilmesini saglamaktadir (Patel ve Raghuwanshi, 2010).
3.3.3. Cok Amach Genetik Algoritmalar

Birgok gercek problem, birden fazla amacin eszamanli optimizasyonunu igermektedir. Tek
amacli optimizasyonda amag, global optimum olarak adlandirilan en iyi tasarim ¢6ziimiinii bulmaktir.
Buna karsilik, birbiriyle ¢elisen hedefleri bulunan ¢ok kriterli bir optimizasyonda, tek bir optimum
¢Oziim bulunmamaktadir. Bu durumda farkli hedefler arasindaki etkilesim, ¢cogunlukla Pareto optimal

¢Oziimler olarak bilinen bir dizi uzlasilmis ¢6ziime ulagilmasini saglamaktadir (Prasad ve Park, 2004).
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Cok amagli genetik algoritmalarin temel amaci, diger amag fonksiyonlarini bozmadan herhangi
bir amag fonksiyonunda daha fazla iyilestirme yapilamayacak sekilde amag uzayinda optimum Pareto

verimliligini saglamaktir (Katoch vd., 2021).

Klasik arama ve optimizasyon yontemlerin, ¢ok kriterli optimizasyon problemlerin ¢éziimiinde

kullanilmasi verimli degildir, ¢iinkii;

1. Klasik yontemler tek seferde birden fazla ¢6ziim bulamaz, dolayisiyla istenen Pareto
optimum ¢dziim sayis1 kadar tekrar gerektirmektedir.

2. Yontemlerin birden fazla kez uygulanmasi, farkli Pareto optimum ¢6ziim sayisina
ulagilmasini garanti etmemektedir.

3. Kesikli degiskenli ve birden fazla optimum ¢6ziimii olan problemleri verimli sekilde

ele alamamaktadir (Prasad ve Park, 2004).
3.3.4. Paralel Genetik Algoritmalari

Paralel genetik algoritmalar, Holland (1975) tarafindan gelistirilen genetik algoritmalarin
paralel bilgisayarlara uyarlanmig halidir. Paralel genetik algoritmalar, dagitilmis kontrol yapisi ile
tamamen asenkron olarak g¢aligmaktadir. Asenkron yapi, uzamsal bir popiilasyon yapisi ve aktif

bireylerin tanitilmast ile elde edilmektedir (Mithlenbein, Schomisch ve Born, 1991).
Ucg ana paralel genetik algoritma tiirii bulunmaktadur;

1. Global tek popiilasyonlu ana — kdle genetik algoritmalar
2. Tek popiilasyonlu ince taneli genetik algoritmalar

3. Cok popiilasyonlu iri taneli genetik algoritmalar

Global tek popiilasyonlu ana — kdle genetik algoritmada tek bir popiilasyon bulunmaktadir ve
uygunluk degerlendirmesi birkag istemci arasinda dagitilmaktadir. Bu tiir paralel genetik algoritmalarda
se¢im ve ¢aprazlama tiim popiilasyonu dikkate aldigindan, global paralel genetik algoritmalar olarak da

bilinmektedir (Canti-Paz, 2000).

Ince taneli genetik algoritmalar biiyiik 6lcekli paralel bilgisayarlar icin uygundur ve uzamsal
olarak yapilandirilmig bir popiilasyondan olusmaktadir. Se¢im ve ¢aprazlama kiigiik bir komsulukla

stnirlidir ancak komsuluklar {ist Giste binerek tiim bireyler arasinda bir miktar etkilesime izin vermektedir

(Canta-Paz, 2000).

Cok popiilasyonlu genetik algoritmalar ara sira bireyleri degistirilen alt popiilasyonlardan
olustugundan dolay1r daha karmagik bir yapida bulunmaktadir. Go¢ adi verilen birey degistirme
igsleminden dolay1 diger paralel genetik algoritmalara gore daha az tercih edilmektedir (Katoch vd.,

2021).
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3.3.5. Kaotik Genetik Algoritmalar

Genetik algoritmalarin dezavantajlarindan biri de erken yakinsamadir. Bu dezavantaji ortadan
kaldirmak i¢in kaotik sistemler genetik algoritmalara dahil edilebilmektedir. Genetik algoritmalardan
farkli olarak kaotik genetik algoritmalarda c¢aprazlama ve mutasyon operatorleri kaotik haritalarla
degistirilerek erken yakinsama problemi ortadan kaldirilmaktadir (Katoch vd., 2021). Koatik degerler
kesfe, yakinsak degerler ise somiiriiye yardimci olmaktadir. Kaotik ve yakinsak degerlerin bir arada

kullanilmasi erken yakinsamay1 ortadan kaldirmaktadir.

Fonksiyon optimizasyonu ile ilgili ger¢cek kodlu genetik algoritmalarda genler siirekli arama
uzayinda gosterilmektir. Bu tiir kodlama ydntemlerinin kullanildigi durumlarda caprazlama ve
mutasyon operatorlerinde baz1 degisikliklerin yapilmasi gerekmektedir. Gergek kodlu ve siirekli arama
uzayl problemlerde mutasyon operatorlerini olusturmak i¢in stokastik tekniklerden yararlanilmaktadir.
Kaotik sistemler, deterministik stokastik 6zelliklere sahip olduklarindan dolayi, ger¢ek kodlu ve stirekli
arama uzayina sahip genetik algoritmalar ise stokastik yontemlere gore daha iyi performans

gostermesinden dolay1 tercih edilmektedir (Li-Jiang ve Tian-Lun, 2002).
3.3.6. Karma Genetik Algoritmalar

Genetik algoritmalar ve diger optimizasyon yontemleri, bir optimizasyon hedefine ulagmak i¢in
bir araya getirilebilen tamamlayici araglar olarak goriilmektedir. Karma genetik algoritmalar,

optimizasyon performansini artirmak i¢in bir veya daha fazla yontemi igerebilmektedir.

Genetik algoritmalar, goriintii arindirma yontemleri, kimyasal reaksiyon optimizasyonu ve ¢ok
daha fazlasinda yontemlerin performanslarim artirmak i¢in diger optimizasyon yontemleriyle kolayca
birlestirilebilir. Genetik algoritmanin diger yontemlerle birlestirilmesinin baglica avantajlar1 daha iyi
¢Oziim Kkalitesi, daha iyi verimlilik, uygulanabilir ¢éziimlerin garantisi ve optimize edilmis kontrol

parametreleri olarak belirtilmektedir (Katoch vd., 2021).

Karma yontemlerin genetik algoritmalara uygulanmasinin bir¢ok nedeni bulunmaktadir. Bu

nedenler 2 grup altinda toplanabilir. Karma yontemlerin uygulama nedenleri Sekil 22°de verilmektedir.
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Karma Yontemlerin Uygulanma Nedenleri

v

Yetenek Gelistirme Kontrol Parametrelerinin
Optimize Edilmesi

—» Coziim Kalitesinin Iyilestirilmesi
—» Verimliligin Artirilmasi
—» Uygulanabilir Coziimlerin Garanti Edilmesi

—>» Uygunluk Fonksiyonunun Tahmini

—» Operasyon Degisimi

Sekil 22. Karma Y ontemlerin Genetik Algoritmalarda Uygulanma Nedenleri
Iki grup genetik algoritmalarin yeteneklerini gelistirmek ve kontrol parametrelerinin optimize
edilmesi olarak ifade edilmektedir. Optimizasyon problemlerinde genetik algoritmalar genel ¢6ziime
ulasmak amaciyla kullanilmaktadir. Problem bazli yontemler ile birlestirilerek kullanildigr takdirde

genetik algoritmalarin ¢oziime ulagsma yetenekleri gelistirilebilmektedir.

Farkli karma yontemlerin kullanilmasi  genetik  algoritmalarin  ¢6ziim  kalitesini
iyilestirebilmekte, verimliligini arttirabilmekte, uygulanabilir ¢6ziimleri garanti edebilmekte, uygunluk

fonksiyonunu tahmin edebilmekte ve operasyon degisimini gergeklestirebilmektedir.

Optimizasyon performansini iyilestirmek amaciyla kontrol parametrelerini optimize etmek ve
genetik algoritmanin davranigini izlemek amaciyla genetik algoritmalarla birlikte baska teknikler de
kullanilabilmektedir. Bulanik mantigin bilgiyi kesin olmayan yollarla temsil etme yetenegi, agikca
tanimlanmamis veya tamamen anlasilmamis bilgi iizerinde akil yiiriitmek igin kullanilmasim
saglamaktadir. Bu yetenek, bulanik mantig1 bir genetik algoritmanin kontrol parametrelerini optimize

etmek i¢in uygun bir se¢im haline getirmektedir (El-Mihoub, Hopgood, Nolle ve Battersby, 2006).

3.4. Genetik Algoritmanin Uygulama Alanlari

Genetik algoritmanin uygulama alanlar1 Sekil 23°te kategorize edilmis bir halde verilmektedir.
Genetik algoritmalarin uygulama alanlar1 operasyon yonetimi, multimedya ve kablosuz aglar olmak

iizere ii¢ ana baglik altinda toplanmaktadir.
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Genetik Algoritmanin Uygulama Alanlar:

Operasyon Yonetimi Multimedia Kablosuz Aglar
® Tesis Yerlesim Plan ® Bilgi Giivenligi ® Yiik Dengeleme
® (izelgeleme ® Goriintii isleme ® Yerellestirme
® Envanter Kontrolii ® Video Isleme ® Bant Genisligi ve Kanal Tahsisi
® Tahmin ve Ag Tasarimi ® Tibbi Goriintiileme
® Hassas Tarim
® Oyun

Sekil 23. Genetik Algoritmanin Uygulama Alanlar

3.4.1.0perasyon Yonetimi

Bagta tesis yerlesim plani, ¢izelgeleme, envanter kontroli, tahmin ve ag tasarimi olmak {izere

operasyon yonetiminde genetik algoritmalar siklikla kullanilmaktadir.
3.4.1.1. Tesis Yerlesim Plam

Tesis yerlesim planlamasi, {iretim tesislerinin verimli ve etkin bir sekilde isletilebilmesi i¢in
tesislerin konumunun ve seklinin belirlenmesi siirecidir. Tesis yerlesim planlamast, {iretim maliyetlerini,
malzeme tasima maliyetlerini, isgiicli verimliligini ve misteri memnuniyetini 6nemli Olciide

etkileyebilir.

Tesis yerlesim problemleri, genellikle NP-Hard sinifina giren zor problemlerdir. Bu nedenle,
klasik optimizasyon teknikleri ile ¢dziim bulmak zordur. Genetik algoritmalar, bu tiir problemlerin
¢Oziimii i¢in etkili bir yaklagimdir. Fabrikalarin, depolarin, ofislerin ve hastanelerin yerlestirilmesinin

planlama agamasinda genetik algoritmalardan yararlanilmaktadir.
3.4.1.2. Cizelgeleme

Cizelgeleme, kaynaklarm sinirli oldugu bir ortamda, birden fazla isi veya gorevi verimli bir
sekilde tamamlamak i¢in bir dizi karar verme siirecidir. Cizelgeleme problemleri, iiretim, nakliye, saglik

hizmetleri, egitim ve finans gibi ¢ok cesitli alanlarda karsimiza ¢ikmaktadir.

Ders, sinav, iiretim, nakliyat, hastane gibi alanlarda c¢izelgeleme isleminde genetik

algoritmalardan yararlanilmaktadir.
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3.4.1.3. Envanter Kontrolii

Envanter kontrolii, bir isletmenin elinde bulundurdugu stok miktarin1 yonetme siirecidir. Bu
siireg, isletmenin stok maliyetlerini en aza indirirken, miisteri talebini de karsilamay1 amaglamaktadir.

Envanter kontrolii, isletmenin karliligini ve rekabet giiciinii 5nemli 6l¢iide etkileyen bir siiregtir.

Genetik algoritmalar, karmasik ve cok amagli envanter kontrol problemlerinin ¢éziimiinde etkili
bir sekilde kullanilabilmektedir. Bu algoritmalar, geleneksel analitik yontemlerle ¢6ziilmesi zor olan

problemlerin ¢dziimiinde basarih sonuglar elde edebilmektedir.

Tek donemli, cok donemli envanter problemlerinde ve yasadisi stok problemlerinin ¢éziimiinde

genetik algoritmalardan siklikla yararlanilmaktadir.
3.4.1.4. Tahmin ve Ag Tasarimi

Genetik algoritmalar, tahmin problemlerinde, en iyi tahmin modelini bulmak i¢in kullanilabilir.
Genetik algoritmalar, farkli model parametreleri ve yapilan ile ¢ok sayida model olusturabilir ve

ardindan bu modelleri performanslarina gore degerlendirebilmektedir.

Genetik algoritmalar, ag tasariminda, en iyi ag yapisini bulmak i¢in kullanilabilir. Genetik
algoritmalar, farkli ag topolojileri ve parametreleri ile ok sayida ag olusturabilir ve ardindan bu aglari

performanslarina gére degerlendirebilmektedir.
3.4.2. Multimedya

Genetik algoritmalar, bilgi giivenligi, goriintii isleme, video isleme, tibbi goriintiileme, hassas

tarim ve oyun basta olmak {izere bir¢cok farkli multimedya alaminda kullanilmaktadir.
3.4.2.1. Bilgi Giivenligi

Genetik algoritmalar, bilgi gilivenligi alanindaki ¢esitli zorluklarin ¢6ziimiine yardimci
olabilecek gii¢lii bir aractir. Genetik algoritmalarn, kullanimi, bilgi glivenliginin iyilestirilmesine ve

siber saldirilara karst korunmanin gii¢clendirilmesine yardimci olabilmektedir.

Giivenlik agiklarmin tespiti, giivenlik duvarlarnin ve diger glivenlik sistemlerinin tasarimi,
siber saldirilarm tespiti ve Onlenmesi amaciyla bilgi giivenligi sektoriinde genetik algoritmalardan

yararlanilmaktadir.
3.4.2.2. Goriintii isleme

Genetik algoritmalar, goriintiideki bir nesnenin baska bir goriintiideki eslesmesini bulmak,
goriintiiniin farkli boliimlerini ayirmak, goriintillerdeki giriltiiyli azaltmak, hasarli veya bozuk
goriintiileri onarmak, tarihi belge restorasyonu veya giivenlik kamerasi goriintiilerinin kurtarilmasi i¢in

kullanilmaktadir.
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Genetik algoritmalar, goriintii isleme alanindaki bircok zorlu sorunu ¢dzmek icin giiclii bir

potansiyele sahiptir. Bu algoritmalarin gelecekte bu alanda daha fazla kullanilacagi 6ngdriilmektedir.
3.4.2.3. Video isleme

Video isleme uygulamalarinda, genellikle videodan elde edilen ozelliklerin segilmesi
gerekmektedir. Bu 6zellikler, videodan elde edilen bilgileri temsil eder ve video isleme isleminde 6nemli
bir rol oynamaktadir. Ancak, videodan elde edilebilecek ¢ok sayida &zellik bulunmakta ve bu
ozelliklerin timii uygulama igin her zaman gerekli degildir. Bu nedenle, video igleme uygulamalarinda,
otomatik 6zellik se¢imi 6nemli bir siirectir. Genetik algoritmalar, otomatik 6zellik se¢imi i¢in etkili bir
yontemdir. Genetik algoritmada belirli iglemler sonucunda, video isleme i¢in en uygun Ozellikler

secilebilmektedir.

Genetik algoritmalar, otomatik video segmentasyonu i¢in de etkili bir yontemdir. Genetik
algoritmalar kullanilarak, videodaki belirli nesneler veya olaylar, se¢ilim, ¢aprazlama ve mutasyon gibi
islemler yoluyla stirekli olarak iyilestirebilmektedir. Bu islemler sonucunda, videodan belirli nesneler

veya olaylar dogru bir sekilde ayirt edebilmektedir.

Videodaki belirli nesneleri veya olaylar1 tanimak icin genetik algoritmalar kullanilabilir. Bu
islem, video isleme uygulamalarinda 6nemli bir rol oynamaktadir. Ornegin, videolardan yiizleri
tanimak, videolardan araglar1 tanimak veya videolardan sahneleri tanimak i¢in genetik algoritmalar

kullanilabilmektedir.
3.4.2.4. Tibbi Goriintiileme

Genetik algoritmalar, tibbi goriintii verilerinden anlamli bilgiler ¢ikarmak igin
kullanilabilmektedir. Ornegin, kanser tespiti, patoloji teshisi, radyolojik goriintii analizi igin ve gercekgi
tibbi goriintiiler olusturmak igin genetik algoritmalardan yararlaniimaktadir. Genetik algoritmalar,

ameliyat simiilasyonu, cerrahi planlama ve tibbi egitim i¢in de kullanilabilmektedir.
3.4.2.5. Hassas Tarim

Hassas tarim, mahsul verimini ve kalitesini artirmak i¢in veri bilimi ve makine &grenimi
tekniklerini kullanan bir tarim uygulamasidir. Genetik algoritmalar, mahsul yetistirme modeli
gelistirmek, hastalik ve zararlilart kontrol etmek, mahsul hasadini, mahsul rotasyonunu, sulama

programlarini ve giibre uygulamalarini optimize etmek i¢in kullanilabilmektedir.
3.4.2.6. Oyun

Oyun gelistirmede, genetik algoritmalar, ¢esitli amaclar icin kullanilabilir. Ornegin oyun

seviyelerinin ve seviye tasarimlarmin olusturulmasinda, oyun karakterlerinin ve diigmanlariin
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yaratilmasinda, oyun kurallarmin ve mekaniklerinin tasariminda genetik algoritmalardan

yararlanilmaktadir.
3.4.3. Kablosuz Aglar

Genetik algoritmalar, yiik dengeleme, yerellestirme, bant genisligi ve kanal tahsisi alanlar1 basta

olmak {izere kablosuz aglarda siklikla kullanilmaktadir.
3.4.3.1. Yiik Dengeleme

Yik dengeleme, bir agdaki kaynaklarin verimli bir sekilde kullanilmasini saglamak igin
kullanilan bir tekniktir. Yiik dengeleme, agdaki kaynaklarin, agdaki trafik gereksinimlerine gore
dagitilmasin1 saglamaktadir. Bu sayede, agdaki performans sorunlarinin oniine gegcilebilmektedir.
Kablosuz aglarda yiik dengeleme i¢in genetik algoritmalar kullanilarak, agdaki kaynaklarin daha verimli
bir sekilde dagitilmasi saglanabilir. Genetik algoritmalar, agdaki kaynaklarin, agdaki trafik

gereksinimlerine gore en uygun sekilde dagitilmasini saglayabilmektedir.

Agdaki kaynaklarin, agdaki trafik gereksinimlerine gére en uygun sekilde dagitilmasim
saglayacak bir ¢0ziim kiimesi olusturmak veya rotalama algoritmasi olusturmak icin genetik

algoritmalardan yararlanilmaktadir.
3.4.3.2. Yerellestirme

Kablosuz aglarda yerellestirme, bir cihazin bir kablosuz agdaki konumunu belirleme islemidir.
Yerellestirme, konum tabanli hizmetleri desteklemek i¢in énemli bir bilesendir. Genetik algoritmalar,
gercek zamanli yerellestirme, diisiik giiclii yerellestirme, karmagik ortamlarda yerellestirme icin

kullanilabilmektedir.
3.4.3.3. Bant Genisligi ve Kanal Tahsisi

Kablosuz aglarda, kullanicilar arasinda veri aktarimini saglamak i¢in bant genisligi ve kanallar
kullanilir. Kullanicilarin ihtiyaglarina gore bant genisligi ve kanallar1 verimli bir sekilde tahsis etmek,

kablosuz aglarin esnekligini artirmak i¢in genetik algoritmalardan yararlanilmaktadir.
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4. TEORIK VERILER VE EMLAK SEKTORU UZERINE UYGULAMA

Bu boliimde arastirmanin amaci, arastirmanin kapsami gergek ve teorik bilgilerden elde edilen

veriler aciklanmaktadir.

4.1. Arastirmanin Amaci

Derin 6grenme yontemlerinde kullanilan ag modellerinde gizli néron ve katman sayilarinin
belirlenmesi amaciyla kesin olarak kullanilan bir yontem bulunmamakla beraber literatiirdeki

¢alismalarin ¢ogunlugunda deneme yanilma yontemi kullanilmaktadir.

Literatiir incelendiginde derin 6grenme yontemlerinde gizli katman ve gizli néron sayilarimin
belirlenmesinde belli 6neriler bulunmaktadir. Huang Onerisi, Heaton Onerisi, Temel Bilesenler Analizi

ve Genetik Algoritmalar bu 6nerilerden bazilaridir.
Calismada:

e  Yukarida belirtilmis olan Onerileri ayni veri seti {izerine uygulayarak, dnerilerin basari sonuglariin
karsilastirilmasi,
e Onerileri teorik veri seti iizerinde uygulayarak, belirli istatistiksel dagilimlara uygunluk gdsteren

veri setlerindeki 6nerilerin basarilarini incelemek amaglanmustir.

4.2. Arastirmanin Siirhhiklar:

Arastirmanin anakiitlesini Istanbul’da yer alan ve fiyat1 750.000% ile 12.500.000% olan satilik
evlerin tamami olusturmaktadir. Arastirmada Tiirkiye’nin en biiyilk satilik ev ilan sitesi olan
sahibinden.com sitesinde 15.10.2022 tarihinde yer alan ve yukaridaki 6zelliklere sahip evler 6rneklem
olarak kullanilmigtir. Sahibinden.com 15.10.2022 tarihinde incelendiginde ilgili fiyat kriterine uyan ve
Istanbul’da yer alan 65.726 adet ev oldugu tespit edilmis ve web kazima yontemi ile 65.726 adet eve ait
“Fiyat”, “Ilge”, “Mahalle”, “Emlak Tipi”, “Briit m?”, “Net m*”, “Oda Say1s1”, “Bina Yas1”, “Bulundugu
Kat”, “Kat Sayis1”, “Isitma”, “Banyo Sayisi”, “Balkon”, “Esyali”, “Kullannom Durumu”, “Site

Igerisinde”, “Aidat”, “Krediye Uygun”, “Tapu Miilkiyeti” bilgileri toplanmistir.

4.3. Arastirma Yontemi

Aragtirmada, gercek verilerin elde edilmesinde web kazima yontemi, teorik verilerin
olusturulmasinda istatistiksel dagilimlar ve modellerin olusturulmasinda derin 6grenme yoOntemi

kullanilmigtir.
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Web kazima, web’den yararl bilgileri otomatik olarak toplama islemidir. Prolog Sunucu
Sayfalar1 (PSS) olarak bilinen bir betik dili kullanilarak uygulanabilen HTML sayfalarindan faydali
bilgileri ¢ikarma islemidir (Malik ve Rizvi, 2011). Arastirmada web kazima isleminin
gerceklestirilmesinde Python programlama dili, beautifulsoup ve selenium kiitiiphanelerinden

yararlanilmistir.

Caligsmada derin 6grenmede kullanilan yontemlerin MSE (Mean Square Error) (Ortalama Hata
Kareleri) ve siirelerinin analizi i¢in Kruskal Wallis ve Mann Whitney U testi kullanilmigtir. ANOVA
testi, bir degisken i¢in kategorilerin aymi anakiitleden gelip gelmedigini belirlemek i¢in giiclii bir
yontemdir. Anakiitle ortalamalar1 karsilagtirildiginda ve anakiitlelerin esit varyanslara sahip olmadigi
veya anakiitlelerin normal dagilmadigr bilindiginde Kruskal-Wallis testi kullamlmaktadir.

(Montgomery ve Runger, 2014; Ostertagova ve Ostertag, 2013; Ostertagova, Ostertag ve Kovac, 2014).

Wilcoxon Sira Toplami Testi olarak da bilinen Mann Whitney U Testi, belirli bir dagilimi
olmayan tek bir sirali degisken iizerindeki iki grup arasindaki farkliliklari test etmek amaciyla

kullanilmaktadir (Mann ve Whitney, 1947; McKnight ve Najab, 2010).

4.4. Gergek ve Teorik Verilerin Elde Edilmesi

Gercek ve teorik verilerin elde edilme siiregleri, bilimsel arastirmalarda 6nemli bir rol

oynamaktadir. Gergek ve teorik verilerin elde edilme siirecleri bu boliimde ele alinmaktadir.
4.4.1. Gergek Verilerin Elde Edilmesi

Calismada kullanilacak gergek verilerin elde edilmesi amaciyla sahibinden.com iizerinden
Istanbul’da yer alan ve 750.000% ile 12.500.000b arasinda bulunan 65.726 adet satilik ev ilamna ait

bilgiler web kazima iglemi uygulanarak elde edilmistir.

Ev ilanlarina ait “Fiyat”, “Ilge”, “Mahalle”, “Emlak Tipi”, “Briit m*>”, “Net m?”, “Oda Say1s1”,
“Bina Yas1”, “Bulundugu Kat”, “Kat Sayis1”, “Isitma”, “Banyo Sayis1”, “Balkon”, “Egyal1”, “Kullanim
Durumu”, “Site Igerisinde”, “Aidat”, “Krediye Uygun”, “Tapu Miilkiyeti” bilgilerinin elde edilmesi

amaciyla Ek-2’de yer alan Python kodlarindan yararlanilarak web kazima islemi gerceklestirilmistir.
4.4.2. Teorik Verilerin Elde Edilmesi

Caligsmada kullanilacak teorik verilerin elde edilmesinde Python programlama dili kullanilarak
ortalamas1 100 ve standart sapmasi 25 olan normal dagilima sahip 13 adet degiskenin her biri i¢in 50.000
adet veri Uretilmistir. Yapay sinir aglarinda bu 13 degiskenden 1 tanesi bagimli degisken (¢ikt1) diger

12 tanesi ise bagimsiz degisken (girdi) olarak kullanilmistir.
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4.5. Gergek Verilere Ait Tanimsal Istatistikler

Bu boliimde ¢alismada kullanilacak olan gergek verilere ait tanimsal istatistikler yer almaktadir.

Istanbul’daki ilgelere gore ortalama satilik ev fiyatlar1 Sekil 9°da yer almaktadir.

Sekil 24 incelendiginde Istanbul’da ev fiyatlar1 agisindan en ucuz olan ilge 1.469.809% ortalama
fiyat ile Arnavutkoy ilgesidir. En ucuz ikinci ilge ise 1.582.949% ortalama fiyat ile Silivri. Bu iki ilce
Istanbul merkezine olduk¢a uzak bir konumda bulundugundan dolay1 diger ilgelere gore daha ucuzdur.
Istanbul’da ev fiyatlar1 agisindan en pahali ilge 6.729.934% ortalama fiyat ile Sariyer ilgesidir. En pahali
ikinci ilge ise 6.378.262% ortalama fiyat ile Bakirkdy il¢esidir. En pahal1 5 ilge incelendiginde hepsinin
Marmara Denizi’ne sahili bulunmasindan dolayi ortalama ev fiyatlarinin diger ilgelere gore daha pahali

oldugu goriilmiistiir. Tigelere gore satilik ev fiyatlar Sekil 24’te verilmistir.

Arnavutkoy $1.469.809
Silivri  e———  },].582.949
Sultanbeyli 11.642.456
Sultangazi $1.780.797
Esenler $1.787.875
Catalca $1.806.750
Giingoren $1.887.949

Tuzla
Sancaktepe
Sile
Gaziosmanpasa
Pendik
Bayrampasa
Cekmekoy
Bagcilar
Avcilar
Kagithane
Bahgelievler
Kartal
Esenyurt
Kigiikcekmece
Beylikdiizii
Atasehir
Umraniye
Biiyiikcekmece
Maltepe
Eytipsultan
Zeytinburnu
Sisli
Beyoglu
Uskiidar
Basaksehir
Fatih
Beykoz
Begsiktas
Kadikdy
Bakirkoy
Sartyer

12.148.303
12.177.896
12.188.373

12.253.895

12.272.077

12.283.018

12.323.941

12.464.079

12.569.111

12.601.693

12.645.650

12.818.810

12.843.653

12.864.126

1$3.004.111

$3.009.113

13.015.576

13.092.383

1$3.216.252

13.240.472

13.352.388

13.751.963

13.754.988

13.833.517

14.316.869

14.462.065

14.479.764

15.726.227

15.885.844

16.378.262

16.729.934

Sekil 24. Tlgelere Gore Ortalama Satilik Ev Fiyatlari
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Kadikdy
Bagaksehir
Beylikdiizii
Maltepe
Kiigiikgekmece
Umraniye
Eytipsultan
Esenyurt
Kartal
Bahgelievler
Avcilar
Uskiidar
Cekmekoy
Pendik
Sancaktepe
Biiyiik¢ekmece
Kagithane
Gaziosmanpasa
Sisli

Fatih

Tuzla
Atasehir
Sultangazi
Sartyer
Bagcilar
Bakirkdy
Besiktas
Esenler
Arnavutkoy
Zeytinburnu
Sultanbeyli
Silivri
Giingoren
Bayrampasa
Beyoglu
Beykoz

Sile

Catalca

Sekil 25 incelendiginde en ¢ok satilik evin bulundugu ilgenin 5.334 adet ev ile Kadikdy ilgesi
oldugu tespit edilmigtir. Kadikdy ilgesinde ozellikle Fikirtepe bolgesinde gerceklestirilen kentsel
doniisiimden dolay1 satilik ev sayis1 diger ilgelere gore daha fazladir. Bagaksehir 4.101 ev ile ikinci
sirada ve Beylikdiizii ise 3.966 ev ile {igiincii sirada yer almaktadir. Bagaksehir ve Beylikdiizii il¢eleri
son 10 yil igerisinde gelisimi hiz kazanmis ve gelisimi devam eden il¢eler oldugundan dolay: satilik ev
sayist diger ilgelere gore daha fazladir. Satilik evin en az bulundugu il¢elerde, 128 adet ev ile Catalca
ilgesi birinci sirada, 142 adet ev ile Sile ilgesi ikinci sirada bulunmaktadir. Catalca ve Sile ilgeleri
Istanbul’un sehir merkezine en uzak ilgeler arasinda yer almakta ve gogunlukla tatil bolgesi olarak
kullanildiklar i¢in satilik ev sayis1 diger ilgelere gore daha diisiiktiir. Bina Yasi, Tapu Durumu, Yatak
Odas1 Sayisi, Isitma Sistemi, Kredi Durumu, Site I¢inde, Kullanim Durumu, Esyali, Balkon ve Banyo

Sayis1 degigkenlerine ait frekans dagilimlart Tablo 9°da verilmistir.

1698
1695
1584
1577
1435
1363
1349
1282
1226
1216
1186
1124
1037
937
900
875
820
742
681

——— (3()

eees——— (74

—— )54
= (42
== 28

Sekil 25. Tlgelere Gore Satilik Ev Sayisi

2776

2717
2453
2405
2236
2178
2095
2012
1975

Tablo 9. Degiskenlere Ait Frekans Dagilimi

3299

3574

Degisken Kategori Ev Sayisi Yiizde
0 14400 21,9
1 1959 3,0
Bina Yas;1 2 2302 3,5
3 3199 4.9
4 6361 9,7
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5-10 aras1 15107 23,0
11 — 15 arasi 6037 9,2
16 — 20 arasi 2837 473
21 — 25 arast 4077 6,2
26 — 30 aras1 4301 6,5
31 ve lzeri 5146 7,8
Toplam 65726 100,0
Arsa Tapulu 1563 24
Kat irtifakli 14483 22,0
Tapu Kat Miilkiyetli 47385 72,1
Durumu Hisseli 979 1,5
Bilinmiyor 1312 2,0
Belirtilmemis 4 ,0
Total 65726 100,0
1 Yatak Odas1 5747 8,7
2 Yatak Odasi 25843 39,3
Yatak 3 Yatak Odasi 24861 37,8
Odasi 4 Yatak Odasi 4533 6,9
5 ve Uzeri Yatak Odasi 4742 7,2
Total 65726 100,0
Dogalgaz 45397 69,1
Merkezi Sistem 18210 27,7
Isinma Yerden Isitma 1545 2.4
Sistemi  Diger 451 0,7
Yok 123 0,2
Total 65726 100,0
Belirtilmemis 1140 1,7
Kredi Evet 57385 87,3
Durumu Hayir 7201 11,0
Total 65726 100,0
Belirtilmemis 12 0,0
.. Evet 23823 36,2
Sitelginde 41891 63,7
Total 65726 100,0
Bos 28072 42,7
Kullanim Kiracili 23549 35,8
Durumu  Miilk Sahibi 14105 21,5
Total 65726 100,0
Belirtilmemis 1948 3,0
Evet 2747 4,2
Esyah
Hayir 61031 92,9
Total 65726 100,0
Balkon Var 54549 83,0

60



Yok 11177 17,0

Total 65726 100,0
1 35050 53,3
2 27435 41,7
3 2832 43
Banyo Sayis1 4 372 0,6
5 31 0,0
6 6 0,0
Total 65726 100,0

Tablo 9 incelendiginde Istanbul’da satilik evlerin %23 ile biiyiik ¢ogunlugunun bina yaslarinin
5 — 10 arasinda oldugu tespit edilmistir. Satilik evlerin %66’s1 10 yasinda veya 10 yasindan daha geng
binalarda bulunmaktadir. Satilik evlerin %20,5’lik bir kismu 20 yas ve daha biiyiik oldugu
goriilmektedir. Istanbul’un bir deprem bdlgesi oldugu diisiiniildiigiinde ve ge¢miste yasanan 1999 yili

depremi ve sonuglar1 animsandiginda, bu oranin ¢ok daha az olmas1 gerekmektedir.

Evlere ait yatak odas1 sayilar1 incelendiginde evlerin %39,3"iniin 2 yatak odasina sahip oldugu,
%37,8’inin ise 3 yatak odasinin bulundugu tespit edilmistir. Son yillarda tek odali evlerin sayisinda bir
artig olmasina ragmen 1 yatak odali evlerin orani ¢aligmada %8.7 olarak bulunmustur. Evlere ait 1stnma
sistemleri incelendiginde satilik evlerin %69,1’inde dogalgaz sistemi bulunurken %27,7’sinde merkezi
sistem bulunmaktadir. Balkon durumu incelendiginde; evlerin %83 linde balkon bulunurken, %17’sinde
balkon bulunmamaktadir. Evlerde bulunan banyo sayisi incelendiginde ise evlerin %53,3iinde 1 adet

banyo bulunurken %41,7’sinde 2 adet banyo bulunmaktadir.

65.726 adet satilik ev incelendiginde; bu evlerin %72 sinin kat miilkiyetli tapuya sahip oldugu,
%22’sinin ise kat irtifakli tapuya sahip oldugu tespit edilmistir. Satista olan evlerin krediye uygunluklar
incelendiginde; evlerin %87,3 iinlin krediye uygun oldugu, %11’inin ise krediye uygun olmadig tespit
edilmistir. Satilik evlerin site icerisinde olup olmadigi incelendiginde; %63,7 sinin site igerisinde
bulunmadigi, %36,2’sinin ise site icerisinde bulundugu tespit edilmistir. Evler kullanim durumlarina
gore incelendiginde; %42,7’sinin bos oldugu, %35,8’inin kiraci tarafindan ve %21,5’inin miilk sahibi
tarafindan kullanildig1 tespit edilmistir. Evlerin esyali olarak m1i yoksa esyasiz olarak mi satiga
sunuldugu incelendiginde; evlerin %92,9°u esyasiz olarak satiga sunuldugu, %4,2’sinin ise egyali olarak
satisa sunuldugu tespit edilmistir. Satilik evlere iliskin fiyat, briit m? ve net m? degiskenlerine ait

tanimlayici istatistikler Tablo 10’°da verilmistir.
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Tablo 10. Fiyat, Briit m? Net m? ve Aidat i¢in Tanimlayici Istatistikler

Tammlayici istatistikler Fiyat Briit m? Net m’ Aidat

Ev Sayis1 65.726 65.726 65.726 26989*
Ortalama 3.321.779 131,82 112,34 266,83
Standart Sapma 1.740.368 52,37 45,84 330,66
Carpiklik 159,29 1,88 1,83 2,58
Basiklik 26.670 9,80 9,64 18,52
Minimum 750.000 20 15 0
Maksimum 12.500.000 10000 5555 5000

* 38.737 adet evin aidat bilgisi belirtilmemistir.

Tablo 10 incelendiginde Istanbul’da satisa sunulan 65.726 adet evin ortalama fiyatiin
3.321.779% oldugu, satisa sunulan evlerin biiyiikliigii incelendiginde ortalama briit m? 132 olarak
bulunurken ortalama net m? 112 olarak tespit edilmistir. Satiga sunulan evlerin aidat bilgisi incelenmek
istendiginde 65.726 adet evden 38.737 tanesinin aidat bilgisini belirtmedigi tespit edilmis ve aidat bilgisi

belirtilen 26.989 adet evin ortalama aidatinin ise 266,83b oldugu goriilmiistiir.

4.6. Analiz ve Bulgular

Derin 6grenme modelleri Python programlama dili kullanilarak modellenmis ve veri analizinde
derin 6grenmenin temelinde bulunan baslangi¢c agirliklarinin rasgele olmasmin sonuglara etkisini
azaltmak i¢in her 6neri 30 kez tekrarlanmuis ve bu tekrara ait ortalamalar sonug olarak kabul edilmistir.

Sonuglar IBM SPSS 28 programi kullanilarak analiz edilmistir.

Derin 6grenme modelinde agir1 6grenmeyi engellemek amaciyla dropout miktari 0,2, iterasyon

miktar1 (epoch) 10000 olarak belirlenmistir.

Genetik algoritmanin olusturulma agamasinda popiilasyon degeri 20, jenerasyon degeri 10
olarak belirlenmistir. Genetik algoritma ile olusturulacak derin 6grenme agina ait ndron sayilari iki
tabanli sisteme uygun olarak 64, 128, 256, 512, 768 ve 1024 olarak belirlenmistir. Gizli katmanlarda
aktivasyon fonksiyonu olarak relu, elu, tanh ve sigmoid fonksiyonlarinin kullanilabilecegi belirtilmistir.
Optimize edici olarak rmsprop, adam, sgd, adagrad, adadelta, adamax ve nadam parametrelerinin

kullanilabilecegi belirtilmistir.

Mutasyon igleminde koruma (retain) (her nesilden sonra elde tutulacak niifus yiizdesi) degeri
%20, reddedilen bir derin 6grenme modelinin popiilasyonda kalma olasilig1 %10, mutasyon sanst %20

olarak belirlenmistir.
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4.6.1.Gercek Verilerin Analizi

Huang tarafindan ortaya atilmis tek katmanl derin 6grenme formiilasyonuna gére ndron sayisi

775 olarak hesaplanmigtir. 50.000 birimlik veriye tek katman ve 775 noéron sayili derin 6grenme ag1

olusturulmustur.

Olusturulan ag yapisi test verisi ile test edildiginde 30 tekrar sonucunda ortalama MSE 3,2243

olarak hesaplanmis ve her bir agin islemi ortalama 902,71 saniye stirmiigtiir. 30 tekrara ait dagilim

grafigine Sekil 26’da yer verilmistir.
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940

920

900

880

Stire

860

840

820
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780

Huang tarafindan ortaya atilmis ¢ift katmanl derin 6grenme formiilasyonuna gore ilk gizli

katmandaki ndron sayis1 574, ikinci gizli katmandaki néron sayis1 387 olarak hesaplanmigtir. 50.000
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Sekil 26. Huang Tek Katmanli Derin Ogrenme Analizi Sonug Dagilimi

birimlik veriyle belirtilen derin 6grenme ag1 olusturulmustur.

Olusturulan ag yapisi test verisi ile test edildiginde 30 tekrar sonucunda ortalama MSE 3,2243

olarak hesaplanmis ve her bir agin islemi ortalama 859,18 saniye siirmiistiir. 30 tekrara ait dagilim

grafigine Sekil 27°de yer verilmistir.
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Sekil 27. Huang Cift Katmanli Derin Ogrenme Analizi Sonug Dagilimi

Heaton tarafindan Onerilen kurallar cercevesinde katmandaki néron sayist 604 olarak

hesaplanmigtir. 50.000 birimlik veriyle belirtilen derin 6grenme ag1 olusturulmustur.

Olusturulan ag yapisi test verisi ile test edildiginde 30 tekrar sonucunda ortalama MSE 3,1857

olarak hesaplanmis ve her bir agin islemi ortalama 854,33 saniye siirmiistiir. 30 tekrara ait dagilim

grafigine Sekil 28’de yer verilmistir.
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Sekil 28. Heaton Kurallar1 Derin Ogrenme Analizi Sonu¢ Dagilimi
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Temel Bilesenler Analizi sonucunda katmandaki néron sayist 751 olarak ve varyans agiklama
oran1 ise %88 olarak hesaplanmigtir. 50.000 birimlik veriyle belirtilen derin Ogrenme ag1

olusturulmustur.

Olusturulan ag yapisi test verisi ile test edildiginde 30 tekrar sonucunda ortalama MSE 3,1979
olarak hesaplanmis ve her bir agin islemi ortalama 879,83 saniye stirmiigtiir. 30 tekrara ait dagilim

grafigine Sekil 29°da yer verilmistir.
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Sekil 29. Faktér Analizi Derin Ogrenme Sonug Dagilimi

Genetik Algoritma sonucunda gergeklestirilen 6grenme siirecinde farkli ag sonuglar elde
edilmistir. En iyi sonucu veren ag tek katmanli ve 128 néron sayisina sahip olarak hesaplanmistir. 50.000

birimlik veriyle belirtilen derin 6grenme ag1 olusturulmustur.

Olusturulan ag yapisi test verisi ile test edildiginde 30 tekrar sonucunda ortalama MSE 3,1782
olarak hesaplanmig ve her bir agin iglemi ortalama 86.127,92 saniye stirmiistiir. 30 tekrara ait dagihim

grafigine Sekil 30’da yer verilmistir.
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Sekil 30. Genetik Algoritma Derin Ogrenme Sonu¢ Dagilimi

Calismada gergeklestirilen yontemlerin ortalama hata miktarlari ve ortalama siirelerine iligkin

veriler Tablo 11°de gosterilmistir.

Tablo 11. Yontemlere Gore Ortalama Sonuglar

Sinir Yapisi MSE Siire
Genetik Algoritma (128) 3,1782 86127,90
Heaton Kurallari (604) 3,1857 854,33
Faktor Analizi (751) 3,1979 870,83
Huang Tek Katman (775) 3,2181 902,71
Huang Cift Katman (574-387) 3,2243 859,18

Tablo 11°e gore yapilan analizde farkli sinir ag1 yapilarina sahip modellerin performansi
degerlendirilmistir. Her bir modelin sinir yapisi, ortalama kare hata (MSE) degeri ve hesaplama siiresi

kaydedilmistir. Yontemlere ait MSE degerleri karsilastirmali olarak Sekil 31°de verilmistir
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Sekil 31. Yontemlerin Karsilastirilmasi

[lk olarak, "Genetik Algoritma" yontemi kullanilarak olusturulan modelde 128 diigiimden olusan
bir sinir ag1 yapist kullanilmistir. Bu modelin MSE degeri 3,1782 olarak hesaplanmig ve hesaplama

stiresi 86.127,90 saniye olarak kaydedilmistir.

Diger bir yontem olan "Heaton Kurallari" modelinde ise 604 diigiimden olusan bir sinir ag1 yapisi
kullanilmistir. MSE degeri 3,1857 olarak hesaplanmis ve hesaplama siiresi 854,33 saniye olarak

belirlenmistir.

"Faktor Analizi" yonteminde ise sinir ag1 yapist 8 diigiimden olugsmaktadir. Bu modelin MSE

degeri 3,1982 olarak hesaplanmis ve hesaplama siiresi 870,83 saniye olarak kaydedilmistir.

"Huang Tek Katman" modelinde 775 diigiimden olusan bir sinir ag1 yapisi kullanilmistir. MSE

degeri 3,2181 olarak hesaplanmis ve hesaplama siiresi 902,71 saniye olarak kaydedilmistir.

Son olarak, "Huang Cift Katman" modelinde ilk katmanda 574 diigiim ve ikinci katmaninda 387
diigiim kullanilmistir. MSE degeri 3,2243 olarak hesaplanmig ve hesaplama siiresi 859,18 saniye olarak

belirlenmistir.

Elde edilen sonuglar arasindaki farkliliklarin tespiti amaciyla Kruskal Wallis testi uygulanmigtir.
Test sonucu Tablo 12’de gosterilmistir. Kruskall Wallis testine ait hipotez asagidaki gibi

olusturulmustur.
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H, : Yontemlere ait MSE degerleri arasinda fark yoktur.
H, : Yontemlerden birine ait MSE degeri digerlerinden farklidir.

Tablo 12. Kruskal Wallis Testi

Gozlem Sayisi 150
Test Istatistigi 97,429
Serbestlik Derecesi 4
P Degeri (Cift Tarafl) >0,000

Tablo 12’de Kruskal Wallis testine ait degerler incelenmis ve p degeri 0,000’ dan kiigiik olarak
bulunmus, elde edilen p degeri, kritik deger olan 0,05’ten kiigiik oldugu i¢in Ho hipotezi reddedilmis ve
yontemlerden birine ait MSE degerinin diger yontemlerden farkli oldugu tespit edilmistir. Yontemlerin

MSE degerlerine ait kutu grafigi Sekil 26’da gosterilmektedir.
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Sekil 32. Yontemlerin MSE Degerlerine Ait Kutu Grafigi
Sekil 32 incelendiginde yontemlerin medyan degerlerinin benzerlik gosterdigi ve Huang Tek Katmanli
yontem, Heaton yontemi, Faktér Analizi yontemi ve genetik algoritma yontemlerine ait degisim

araliklarinin oldukga kiigiik oldugu tespit edilmistir.

Huang’a ait Tek Katmanli yontem ile elde edilen MSE degerlerine ait dagilimda yukar1 yonlii ug

degerler tespit edilmistir.
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Huang’a ait Cift Katmanli yontem ile elde edilen MSE degerlerine ait dagilimin, diger

yontemlere gore daha genis bir aralikta dagilim gosterdigi tespit edilmistir.

Heaton’a ait yontem ile elde edilen MSE degerlerine ait dagilimda 1 tane yukari yonlii u¢ degerin
oldugu, Faktor Analizi ile elde edilen MSE degerlerine ait dagilimda 4 tane yukari yonlii u¢ degerin
oldugu tespit edilmistir.

Genetik algoritma ile elde edilen MSE degerine ait dagilimin diger yontemlere gore degisim
aralig1 oldukea kiiciik oldugu tespit edilmistir. Elde edilen bu sonuglar genetik algoritma ydnteminin

diger yontemlere gore daha tutarli sonuglar elde ettigini gostermektedir.

Yontemlere ait MSE degerlerinin arasindaki farkin ikili kargilagtirmalar ile test edilip yontemler
arasindaki farkin tespiti igin post-hoc testi gerceklestirilmis ve sonuglar Tablo 13’te gosterilmistir. Tkili

kargilagtirmalara ait 6rnek hipotez asagidaki gibi olusturulmustur.

Tablo 13. Ikili Karsilagtirma Sonuglar

Yontem 1 Yontem 2 4 Test Standart Stz.mdart Test P Degeri
Istatistigi Hata Istatistigi

Genetik Algoritma Heaton 58,000 11,217 5,171 >,001
Genetik Algoritma Faktor Analizi 63,033 11,217 5,619 >,001
Genetik Algoritma Huang Tek Katman 69,767 11,217 6,220 >,001
Genetik Algoritma Huang Cift Katman 109,200 11,217 9,735 >,001
Heaton Faktor Analizi -5,033 11,217 -,449 ,654
Heaton Huang Tek Katman 11,767 11,217 1,049 ,294
Heaton Huang Cift Katman 51,200 11,217 4,565 >,001
Fakt6r Analizi Huang Tek Katman 6,733 11,217 ,600 ,548
Fakt6r Analizi Huang Cift Katman 46,167 11,217 4,116 >,001
Huang Cift Katman Huang Tek Katman -39,433 11,217 -3,516 >,001

H, : ki yonteme ait MSE degerleri arasinda fark yoktur.
H, : Iki yonteme ait MSE degerleri arasinda fark vardur.

Tablo 13 incelendiginde Genetik Algoritma yontemi ile diger yontemlere ait karsilagtirmalar
sonucunda p degerleri 0,000’dan kii¢iik olarak bulunmustur. Elde edilen p degerleri, kritik deger olan
0,05’ten kii¢iik oldugu i¢in HO hipotezi reddedilmis ve genetik algoritma yontemine ait MSE degerleri

diger yontemlerden farkli oldugu tespit edilmistir.

Heaton yoOntemine ait sonuglar incelendiginde Faktor Analizi ile yapilan karsilagtirma

sonucunda p degeri 0,654 olarak, Huang tek katmanli yontem ile yapilan karsilastirma sonucunda p
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degeri 0,294 olarak elde edilmistir. Diger taraftan Faktor Analizi yontemine ait sonuglar incelendiginde
Huang Tek Katmanl yontem ile yapilan karsilastirma sonucunda p degeri 0,548 olarak elde edilmis,
elde edilen p degeri, kritik deger olan 0,05’ten biiyiik oldugu icin Ho hipotezi kabul edilmis ve

yontemlere ait MSE degerleri arasinda fark bulunmadigi saptanmustir.

Heaton yontemi ile Huang Tek Katman yontemlerine ait karsilastirmalar sonucunda p degerleri
0,001’den kii¢iik olarak bulunmustur. Elde edilen p degeri, kritik deger olan 0,05’ten kiigiik oldugu i¢in
Ho hipotezi reddedilmis ve Heaton yontemi ile Huang Cift Katman yontemi arasinda istatistiksel olarak

anlamli bir fark bulundugu sonucuna varilmistir.

Faktor analizine ait sonuglar incelendiginde Huang’a Cift Katman ile yapilan karsilastirma
sonucunda p degerleri sirasiyla 0,001°den kiiciik olarak bulunmustur. Elde edilen p degerleri, kritik
deger olan 0,05’ten kii¢iik oldugu i¢in Hy hipotezi reddedilir, Faktor analizi yontemi ile Huang Cift

Katman yontemleri arasinda istatistiksel olarak anlamli bir fark bulundugu sonucuna varilmastir.

Huang’a ait ¢ift katmanli analize ait sonuglar incelendiginde tek katmanli yontem ile yapilan
kargilagtirma sonucunda p degeri 0,001 olarak bulunmustur. Elde edilen p degerleri, kritik deger olan
0,05’ten kiigiik oldugu i¢in Ho hipotezi reddedilmis ve Huang’a ait ¢ift katmanl yontem ile tek katmanl
yontem arasinda istatistiksel olarak anlamli bir fark bulundugu sonucuna varilmistir. Yontemler igin

ortalama ranklara ait sonuglar Tablo 14’te verilmistir.

Tablo 14. Yontemlere Ait Ranklar

Yontem Rank
Genetik Algoritma 15,50
Heaton 73,50
Faktor Analizi 78,53
Huang Tek Katman 85,27
Huang Cift Katman 124,70

Tablo 14 incelendiginde genetik algoritma yontemine ait ortalama rank 15,50 olarak elde
edilmis olup bu deger diger yontemlere ait ortalama ranklara gore oldukga diigiiktiir. Heaton yontemine
ait ortalama rank degeri 73,50 olarak, Faktor Analizine ait ortalama rank degeri 78,53 olarak ve Huang
Tek Katman yontemine ait ortalama rank 85,27 olarak hesaplanmistir. Y dntemlere ait ortalama ranklarin
birbirine yakin oldugu tespit edilmistir. Huang’a ait ¢ift katmanli yonteme ait ortalama rank degeri

124,70 olarak olarak elde edilmistir.

Genetik algoritma yonteminin diger yontemlere ait sonuglara gore daha iyi sonuclar verdigi
tespit edilmistir. Ancak diger yontemlere ait siireler 871 ile 903 saniye arasinda degisirken genetik
algoritma islemine ait siire 86.128 saniye olarak elde edilmistir. Bu siirenin diger yontemlere gore

oldukgea yiiksek oldugu goriilmektedir.
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Heaton, Faktor Analizi ve Huang Tek Katman yontemlerine ait MSE degerleri arasinda fark
olmadig1 tespit edilmistir. Bundan dolay1 bu yodntemlere ait sonuglarin siireleri karsilastirilarak
aralarinda fark olup olmadigini incelemek amaciyla Kruskal Wallis testi kullanilmis, sonuglar Tablo

15°te belirtilmistir.

H,: Yontemlere ait siire degerleri arasinda fark yoktur.
H, : Yontemlerden birine ait siire degeri digerlerinden farklidir.

Tablo 15. Kruskal Wallis Testi

Gozlem Sayisi 90
Test Istatistigi 35,838
Serbestlik Derecesi 2
P Degeri (Cift Tarafl) >0,001

Tablo 15°te Kruskal Wallis testine ait degerler incelenmis ve p degeri 0,001 den kiigiik olarak
bulunmustur. Elde edilen p degeri, kritik deger olan 0,05’ten kiigiik oldugu i¢in Ho hipotezi reddedilmis
ve yontemlerden en az birine ait siire degerinin diger yontemlerden farkli oldugu tespit edilmistir.

Yontemlerin siire degerlerine ait kutu grafigi Sekil 33’te gosterilmektedir.
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Sekil 33. Yontemlerin Siire Degerlerine Ait Kutu Grafigi
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Sekil 33 incelendiginde Huang’a ait Tek Katmanli yontem ile elde edilen siire degerlerine ait
dagilimm medyan degerinin diger yontemlere gore yiiksek oldugu ve degisim araliginin diger

yontemlere gore daha biiyiik oldugu tespit edilmistir.

Heaton yontemi ile elde edilen siire degerlerine ait dagilimin medyan degerinin diger yontemlere
gore daha kiiciik oldugu, sonuglarin diger yontemlere gore daha kiigiik bir aralik arasinda dagilim

gosterdigi ve 2 adet yukar1 yonli aykirt degerin oldugu tespit edilmistir.

Faktor analizi yontemi ile elde edilen siire degerine ait dagilimin medyan degerinin Heaton
yontemine gore daha biiylik ancak Huang Tek Katman yontemine gore daha kiiciik oldugu tespit

edilmistir.

Yontemlere ait siire degerleri arasindaki farkin ikili karsilagtirmalar ile test edilip yontemler
arasindaki farkin tespiti i¢in post-hoc testi gergeklestirilmis ve sonuclar Tablo 16’da gosterilmistir. Ikili

karsilagtirmalara ait 6rnek hipotez asagidaki gibi olusturulmustur.

H, : Iki yonteme ait siire degerleri arasinda fark yoktur.

H, : 1ki yonteme ait siire degerleri arasinda fark vardir.

Tablo 16. Ikili Karsilastirma Sonuglari

Yontem 1 Yontem 2 Test Standart Standart Test P Degeri
Istatistigi Hata Istatistigi

Heaton Fakt6r Analizi -18,467 6,745 -2,738 0,006

Heaton Huang Tek Katman 40,333 6,745 5,979 >0,001

Fakt6r Analizi Huang Tek Katman 21,867 6,745 3,242 0,001

Tablo 16 incelendiginde Heaton yontemi ile diger yontemlere ait karsilagtirmalar sonucunda p
degerleri sirasiyla 0,006 ve 0,001°den kiigiik olarak bulunmustur. Elde edilen p degerleri, kritik deger
olan 0,05 ten kiigiik oldugu i¢in Ho hipotezi reddedilmis ve Heaton yontemine ait siire degerlerinin diger

yontemlerden farkli oldugu tespit edilmistir.

Faktor analizi yontemi ile Huang Tek Katman yontemlerine ait karsilastirma sonucunda p degeri
0,001 olarak bulunmustur. Elde edilen p degeri, kritik deger olan 0,05 ten kiigiik oldugu i¢in HO hipotezi
reddedilmis ve Faktor Analizi yontemine ait siire degerlerinin, Huang Tek Katman yonteminden farkli

oldugu saptanmistir. Yontemler i¢in ortalama ranklara ait sonuglar Tablo 17’°de verilmistir.
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Tablo 17. Yontemlere Ait Ranklar

Yontem Rank
Heaton 25,90
Fakt6r Analizi 44,37
Huang Tek Katman 66,23

Tablo 17 incelendiginde Heaton yontemine ait ortalama rank 25,90 olarak elde edilmis olup bu deger
diger yontemlere ait ortalama ranklara gore oldukca diistiktiir. Faktor analizi yontemine ait ortalama
rank degeri 44,37 olarak, Huang Tek Katman analizine ait ortalama rank degeri 66,23 olarak
hesaplanmigtir. Siirelere iligkin veriler incelendiginde benzer MSE degeri sonuglarini veren yontemler
arasinda Heaton yonteminin en hizli sekilde hesaplama islemini gerceklestirdigi, sonrasinda sirasiyla

Faktor Analizinin ve Huang Tek Katman yonteminin geldigi tespit edilmistir.
4.6.2. Teorik Verilerin Analizi

Huang tarafindan ortaya atilmis tek katmanl derin 6grenme formiilasyonuna gére ndron sayisi
775 olarak hesaplanmistir. 50.000 birimlik veri i¢in tek katman ve 775 noéron sayisina sahip derin

o0grenme ag1 olusturulmustur.

Olusturulan ag yapisi test verisi ile test edildiginde 30 tekrar sonucunda ortalama MSE 1,0135
olarak hesaplanmis ve her bir agin islemi ortalama 48,64 saniye slirmiistiir. 30 tekrara ait dagilim grafigi

Sekil 34’te yer verilmistir.
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Sekil 34. Huang Tek Katmanli Derin Ogrenme Analizi Sonug Dagilimi
Huang tarafindan ortaya atilmig ¢ift katmanli derin 6grenme formiilasyonuna gore ilk gizli katmandaki
ndron sayis1 574, ikinci gizli katmandaki néron sayis1 387 olarak hesaplanmustir. 50.000 birimlik veriyle

belirtilen derin 6grenme ag1 olusturulmustur.
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Olusturulan ag yapisi test verisi ile test edildiginde 30 tekrar sonucunda ortalama MSE 1,0123
olarak hesaplanmig ve her bir agin islemi ortalama 23,29 saniye siirmiistlir. 30 tekrara ait dagilim

grafigine Sekil 35’te yer verilmistir.
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Sekil 35. Huang Cift Katmanli Derin Ogrenme Analizi Sonug Dagilimi

Heaton tarafindan oOnerilen kurallar c¢ercevesinde katmandaki noron sayisi 10 olarak

hesaplanmistir. 50.000 birimlik veriyle belirtilen derin 6grenme ag1 olusturulmustur.

Olusturulan ag yapisi test verisi ile test edildiginde 30 tekrar sonucunda ortalama MSE 1,0104
olarak hesaplanmig ve her bir agin islemi ortalama 18,07 saniye siirmiistlir. 30 tekrara ait dagilim

grafigine Sekil 36’da yer verilmistir.

74



30 1,0125

1,0120
25

1,0115
20

1,0110
15 1,0105

1,0100
10

1,0095
5

1,0090
0 1,0085

123456 78 91011121314151617 18 1920 21 22 23 242526 27 28 29 30

s M[SE e Siire

Sekil 36. Heaton Kurallar1 Derin Ogrenme Analizi Sonu¢ Dagilimi

Temel Bilesenler Analizi sonucunda katmandaki ndron sayisi 8 olarak ve varyans agiklama orani ise

%54 olarak hesaplanmustir. 50.000 birimlik veriyle belirtilen derin 6grenme ag1 olugturulmustur.

Olusturulan ag yapisi test verisi ile test edildiginde 30 tekrar sonucunda ortalama MSE 1,0105
olarak hesaplanmis ve her bir agin islemi ortalama 17,82 saniye siirmiistiir. 30 tekrara ait dagilim

grafigine Sekil 37°de yer verilmistir.
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Sekil 37. Faktor Analizi Derin Ogrenme Sonug Dagilimi
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Genetik Algoritma sonucunda gergeklestirilen 6grenme siirecinde farkli ag sonuglar elde
edilmistir. En iyi sonucu veren ag tek katmanl ve 64 néron sayisina sahip olarak hesaplanmaistir. 50.000

birimlik veriyle belirtilen derin 6grenme ag1 olusturulmustur.

Olusturulan ag yapisi test verisi ile test edildiginde 30 tekrar sonucunda ortalama MSE 1,0095
olarak hesaplanmis ve her bir agin iglemi ortalama 5.255,90 saniye siirmiistiir. 30 tekrara ait dagihim

grafigine Sekil 38’de yer verilmistir.
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Sekil 38. Genetik Algoritma Derin Ogrenme Sonu¢ Dagilimi

Calismada gergeklestirilen yontemlerin ortalama hata miktarlar1 ve ortalama siirelerine iliskin

veriler Tablo 18’de verilmistir.

Tablo 18. Yontemlere Gore Ortalama Sonuglar

Sinir Yapisi MSE Siire
Genetik Algoritma (64) 1,0095 5255,9000
Heaton Kurallar1 (10) 1,0103 18,0742
Faktor Analizi (8) 1,0104 17,8164
Huang Cift Katman (574-387) 1,0122 23,2850
Huang Tek Katman (775) 1,0135 48,6359

Tablo 18’e gore yapilan analizde farkli sinir ag1 yapilarina sahip modellerin performansi
degerlendirilmistir. Her bir modelin sinir yapisi, ortalama kare hata (MSE) degeri ve hesaplama siiresi

kaydedilmistir. Yontemlere ait MSE degerleri karsilagtirmali olarak Sekil 39°da verilmistir.
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Sekil 39. Yontemlerin Karsilastirilmasi
[lk olarak, Genetik Algoritma ydntemi kullanilarak olusturulan modelde 64 diigiimden olusan bir
sinir ag1 yapist kullanmilmistir. Bu modelin MSE degeri 1,0095 olarak hesaplanmig ve hesaplama siiresi

5.255,9000 saniye olarak kaydedilmistir.

Diger bir yontem olan "Heaton Kurallar1" modelinde ise 10 diigiimden olusan bir sinir ag1 yapist
kullanilmistir. MSE degeri 1,0103 olarak hesaplanmis ve hesaplama siiresi 18,0742 saniye olarak

belirlenmistir.

"Faktor Analizi" yonteminde ise sinir ag1 yapist 8 diigiimden olugsmaktadir. Bu modelin MSE

degeri 1,0104 olarak hesaplanmis ve hesaplama siiresi 17,8164 saniye olarak kaydedilmistir.

"Huang Cift Katman" modelinde 574 girig diigiimii ve 387 ¢ikis diigiimii kullanilmigtir. MSE

degeri 1,0122 olarak hesaplanmis ve hesaplama siiresi 23,2850 saniye olarak belirlenmistir.

Son olarak, "Huang Tek Katman" modelinde 775 diiglimden olusan bir sinir ag1 yapisi
kullanilmig ve MSE degeri 1,0135 olarak hesaplanmis, hesaplama siiresi 48,6359 saniye olarak
kaydedilmistir.

Elde edilen sonuglar arasindaki farkliliklarin tespiti amaciyla Kruskal Wallis testi uygulanmigtir.
Test sonucu Tablo 19°da gosterilmistir. Kruskal Wallis testine ait hipotez asagidaki gibi

olusturulmustur.
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H, : Yontemlere ait MSE degerleri arasinda fark yoktur.
H, : Yontemlerden birine ait MSE degeri digerlerinden farklidir.

Tablo 19. Kruskal Wallis Testi

Gozlem Sayisi 150
Test Istatistigi 105,758
Serbestlik Derecesi 4
P Degeri (Cift Tarafl1) >0,000

Tablo 19°da Kruskal Wallis testine ait degerler incelenmis ve p degeri 0,000’ dan kiigiik olarak
bulunmustur. Elde edilen p degeri, kritik deger olan 0,05ten kii¢iik oldugu i¢in Ho hipotezi reddedilmis
ve yontemlerden birine ait MSE degerinin diger yontemlerden farkli oldugu tespit edilmistir.

Yontemlerin MSE degerlerine ait kutu grafigi Sekil 40°ta gosterilmektedir.
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Sekil 40. Yontemlerin MSE Degerlerine Ait Kutu Grafigi
Sekil 40 incelendiginde Huang’a ait Tek Katmanli yontem ile elde edilen MSE degerlerine ait

dagilimm medyan degerinin diger yontemlere gore yiiksek oldugu ve yukar1 yonlii u¢ degerlerin oldugu

tespit edilmistir.

Huang’a ait Cift Katmanl yontem ile elde edilen MSE degerlerine ait dagilimin medyan

degerinin Tek katmanli yonteme gore daha kiiciikk oldugu ancak diger yontemlere gore daha yiiksek
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oldugu goriilmektedir. Ayrica Huang’a ait Cift Katmanli yonteme ait sonuglarin genis bir aralik arasinda

dagilim gosterdigi de Sekil 40°ta goriilmektedir.

Heaton’a ait yontem ve Faktor Analizi ile elde edilen MSE degerlerine ait dagilimlarin birbirine
benzerlik gosterdigi goriilmektedir. Medyan degerleri birbirlerine oldukca yakin olmakla birlikte her iki

yontemde de birer adet yukar1 yonde aykir1 deger tespit edilmistir.

Genetik algoritma ile elde edilen MSE degerine ait dagilimin diger yontemlere gore degisim
araligmin olduke¢a kiigiik oldugu tespit edilmis olup bu da genetik algoritma yonteminin diger
yontemlere gore daha tutarli sonuglar elde ettigini gostermektedir. Genetik algoritma ile elde edilen

dagilimda bir adet asag1 yonde u¢ deger bulunmaktadir.

Yontemlere ait MSE degerlerinin arasindaki farki ikili kargilagtirmalar ile test edilip yontemler
arasindaki farkin tespiti i¢in post-hoc testi gergeklestirilmis ve sonuclar Tablo 20°de gosterilmistir. Ikili

karsilagtirmalara ait 6rnek hipotez asagidaki gibi olusturulmustur.

Tablo 20. Ikili Karsilastirma Sonuglar

Yontem 1 Yontem 2 . Test Standart Stgndart Test P Degeri
Istatistigi Hata Istatistigi

Genetik Algoritma  Heaton 53,883 11,213 4,805 >0,000
Genetik Algoritma  Faktor Analizi 54,633 11,213 4,872 >0,000
Genetik Algoritma  Huang Cift Katman 81,117 11,213 7,234 >(,000
Genetik Algoritma  Huang Tek Katman 110,367 11,213 9,842 >(,000
Heaton Fakt6r Analizi -,750 11,213 -,067 ,947
Heaton Huang Cift Katman 27,233 11,213 2,429 ,015
Heaton Huang Tek Katman 56,483 11,213 5,037 >(,000
Faktor Analizi Huang Cift Katman 26,483 11,213 2,362 ,018
Fakt6r Analizi Huang Tek Katman 55,733 11,213 4,970 >0,000
Huang Cift Katman Huang Tek Katman 29,250 11,213 2,609 ,009

H, : Iki yonteme ait MSE degerleri arasinda fark yoktur.
H, : 1ki yonteme ait MSE degerleri arasinda fark vardir.

Tablo 20 incelendiginde, Genetik Algoritma yontemi ile diger yontemlere ait karsilagtirmalar
sonucunda p degerleri 0,000’dan kii¢iik olarak bulunmustur. Elde edilen p degerleri, kritik deger olan
0,05’ten kiigiik oldugu i¢in Hy hipotezi reddedilirmis ve genetik algoritma yoOntemine ait MSE

degerlerinin diger yontemlerden farkli oldugu tespit edilmistir.
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Heaton yoOntemine ait sonuglar incelendiginde Faktor Analizi ile yapilan karsilastirma
sonucunda p degeri 0,947 olarak elde edilmistir. Elde edilen p degeri, kritik deger olan 0,05’ten biiyiik
oldugu i¢in Hy hipotezi kabul edilmekte ve iki yonteme ait MSE degerleri arasinda fark bulunmadigi
sonucuna varilmaktadir. Heaton yontemi ile Huang yontemlerine ait karsilagtirmalar sonucunda p
degerleri sirasiyla 0,015 ve 0,000°dan kii¢iik olarak bulunmustur. Elde edilen p degerleri, kritik deger
olan 0,05’ten kiigiik oldugu i¢in Ho hipotezi reddedilmekte ve Heaton yontemi ile Huang yontemleri

arasinda istatistiksel olarak anlamli bir fark bulundugu sonucuna varilmaktadir.

Faktor Analizine ait sonuglar incelendiginde Huang’a ait diger yontemler ile yapilan
karsilagtirmalar sonucunda p degerleri sirasiyla 0,018 ve 0,000°dan kii¢iik olarak bulunmugtur. Elde
edilen p degerleri, kritik deger olan 0,05’ten kii¢iik oldugu i¢in Hy hipotezi reddedilmekte, Faktor analizi

yontemi ile Huang yontemleri arasinda istatistiksel olarak anlamli bir fark bulunmaktadir.

Huang’a ait ¢ift katmanli analize ait sonuglar incelendiginde tek katmanli yontem ile yapilan
karsilagtirma sonucunda p degeri 0,009 olarak bulunmustur. Elde edilen p degeri, kritik deger olan
0,05°ten kiiciikk oldugu i¢in Ho hipotezi reddedilmekte ve Huang’a ait ¢ift katmanli yontem ile tek
katmanl1 yontem arasinda istatistiksel olarak anlamli bir fark bulunmaktadir. Yontemlere gore ortalama

ranklara ait sonuglar Tablo 21°de verilmistir.

Tablo 21. Yontemlere Ait Ranklar

Yontem Rank
Genetik Algoritma 15,50
Heaton 69,38
Faktor Analizi 70,13
Huang Cift Katman 96,62
Huang Tek Katman 125,87

Tablo 21 incelendiginde genetik algoritma yontemine ait ortalama rank 15,50 olarak elde
edilmis olup bu deger diger yontemlere ait ortalama ranklara gore oldukga diisiiktiir. Heaton yontemine
ait ortalama rank degeri 69,38 olarak, Faktor Analizine ait ortalama rank degeri ise 70,13 olarak
hesaplanmistir. ki yonteme ait ortalama ranklarin birbirine oldukca yakin oldugu tespit edilmistir.
Huang’a ait ¢ift katmanli yonteme ait ortalama rank degeri 96,62 olarak tek katmanli yonteme ait

ortalama rank 125,87 olarak elde edilmistir.

Genetik algoritma yonteminin diger yontemlere ait sonuglara gore daha iyi sonuglar verdigi
tespit edilmistir. Ancak diger yontemlere ait siireler 18 ile 48 saniye arasinda degisirken genetik
algoritma islemine ait siire 5.255 olarak elde edilmistir. Bu siirenin diger yontemlere gore oldukca

yiiksek oldugu goriilmektedir.
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Heaton yontemi ile Faktor Analizine ait MSE degerleri arasinda fark olmadigi tespit edilmistir.
Bundan dolay1 bu iki yonteme ait sonuglarin siireleri karsilagtirilarak aralarinda fark olup olmadigim

incelemek amaciyla Mann Whitney U testi kullanilmis, sonuglar Tablo 22°de belirtilmistir.

H, : ki yonteme ait siireler arasinda fark yoktur.

H, : Iki yonteme ait siireler arasinda fark vardir.

Tablo 22. Mann Whitney U Testi

Toplam N 60
Mann-Whitney U 451,000
Wilcoxon W 916,000
Test Istatistigi 451,000
Standart Hata 67,639
Standartlastirilmis Test Istatistigi ,015
P Degeri (Cift Taraflr) ,988

Tablo 22 incelendiginde Heaton yontemi ile Faktor Analizine ait karsilagtirma sonucunda p
degeri 0,988 olarak bulunmustur. Elde edilen p degeri, kritik deger olan 0,05’ten biiyiik oldugu i¢in Ho
hipotezi kabul edilmis ve Heaton yontem ile FAk ait sonuglarin siireleri arasinda istatistiksel olarak
anlamli bir farklilik olmadigi tespit edilmistir. Y6ntemlerin siirelerine ait dagilimlar ve ortalama ranklar

Sekil 41°de verilmistir.

Faktir Analizi Heaton

35N=130 =10 35
Menan Rank = 30,53 Meen Rank = 30,47

30 30

(=]
[=}
amg

15

10

Sekil 41. Faktor Analizi ve Heaton Yontemine Ait Siire Dagilimlar

Sekil 41 incelendiginde Faktdr Analizine ait ortalama rank 30,53 olarak Heaton yontemine ait

ortalama rank 30,47 olarak elde edilmistir.
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Teorik veri iizerinde yapilan ¢aligsmalar sonucunda genetik algoritma yonteminin en iyi sonucu
verdigi, Faktor Analizi ve Heaton yonteminin hem MSE degeri hem de siire olarak birbirine benzer
sonuglar elde ettigi tespit edilmistir. Diger taraftan Huang’in ¢ift katmanli yonteminin tek katmanl
yonteme gore daha iyi sonuglar verdigi goriilmiistiir. Elde edilen sonuglarin gergek veriler lizerinde test

edilip benzer sonuglar verip vermedigi bir sonraki béliimde incelenmistir
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Bu ¢aligmanin temel amaci, derin 6grenme modellerinde gizli katman ve ndron sayilarinin
belirlenmesi i¢in Onerilen yontemlerin basart sonuglarini aymi veri seti lizerinde uygulayarak
karsilastirmaktir. Huang Onerisi, Heaton Onerisi, Temel Bilesenler Analizi ve Genetik Algoritmalar
gibi literatiirde bulunan oneriler, pratikte nasil performans gosteriyor ve hangi durumlarda daha etkili
olabiliyor, bu ¢alisma kapsaminda detayli bir sekilde incelenmektedir. Bu kapsamda calismada, derin
o0grenme modellerinde gizli katman ve néron sayilarmin belirlenmesi gelistirilmis mevcut yontemler
ayrintili olarak incelenmis, gergek ve teorik veriler kullanilarak en etkili ve optimize edilmis yaklagimin
hangisi oldugu ortaya ¢ikarilmaya ¢alisilmistir. Ayrica gercek ve teorik veriler tizerinde bu yontemlerin

performanslart da karsilagtirilmistir.

Aragtirmanin veri seti, Istanbul'da bulunan 750.000b ile 12.500.000% arasindaki satilik evlerin
tamamini icermektedir. Bu evlere ait genis bir veri seti, Tilirkiye'nin en biiyiik satilik ev ilan sitesi olan
sahibinden.com iizerinden web kazima yontemi kullanilarak elde edilmistir. Ayrica belirli bir dagilima
sahip verilerde yontemlerin performansini incelemek amaciyla 50.000 gézleme sahip teorik bir veri seti

olusturulmustur.

Arastirma yontemi, gercek verilerin web kazima ile elde edilmesi, teorik verilerin istatistiksel
dagilimlar kullanilarak olusturulmasi ve derin 6grenme yontemlerinin uygulanmasi adimlarini
icermektedir. Analiz asamasinda, elde edilen sonuglarin istatistiksel olarak degerlendirilmesi i¢in

Kruskal Wallis ve Mann Whitney U testi kullanilmigtir.

Bu ¢alismanin tamamlanmasiyla, derin 6grenme modellerinde gizli katman ve néron sayilarinin
belirlenmesi konusunda daha etkili bir yontemin ortaya ¢ikmasi beklenmektedir. Elde edilen bulgularin
bilimsel literatiire yeni bir perspektif sunmasi ve derin 6grenme modellerinin daha genis bir uygulama

alanina yayilmasina katki saglamasi hedeflenmektedir.

Istanbul’da satista bulunan evler incelendiginde 5.334 adet ev ile Kadikdy ilgesi satilik evin en
fazla oldugu, 4.101 adet ev ile Bagaksehir ikinci sirada, 3.966 ev ile Beylikdiizii {igiincii sirada yer
almaktadir. En az satilik olan evlere gore ilgeler incelendiginde 128 adet ev ile Catalca birinci sirada,
142 adet ev ile Sile ikinci sirada yer alirken almaktadir. En ¢ok satilik ev bulunan ilgeler Kentsel
doniigiimiin oldugu veya gelisimi hiz kazanmis ilgeler oldugu goriilmektedir. En az satilik ev olan

ilgelerin ise daha ¢ok yazlik amaciyla tercih edilen ilgeler oldugu goriilmektedir.
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Satilik evlerin ozelliklerine bakildiginda biiyiik ¢ogunlugunun 5 — 10 yil arasinda, kat
miilkiyetli, 2 yatak odasina sahip, dogalgaz ile 1sinma sistemi olan, krediye uygun, site igerisinde

olmayan, bos durumda olan, esyasiz, balkonlu ve 1 adet banyosu bulunan evler oldugu goriilmektedir.

65.726 satilik ev incelenmis ve elde edilen verilere gore ortalama fiyatin 3.321.779% oldugu
ortalama 131 metre kare briit 112 metre kare net geniglige sahip oldugu goriilmektedir. 65.726 adet

evden 26.989 tanesinin aidat bilgisine ulagilmis olup ortalama aidatin 266,83% oldugu goriilmektedir.

50.000 gozlemli teorik veriden elde edilen sonuglara gore en diisiik MSE degeri (1,0095) ve
5255,90 saniye ile genetik algoritma ilk sirada, Heaton tarafindan onerilen kurallarla olusturulan ag
1,0103 MSE degeri ve 18,07 saniye ile ikinci sirada, 1,0104 MSE degeri ve 17,82 saniye ile Faktor
Analizi ligiincii sirada, Huang tarafindan 6nerilen ¢ift katmanli ag 1,0122 MSE degeri ve 23,29 saniye
ile dordiincii sirada ve Huang tarafindan onerilen tek katmanli ag 1,0135 MSE degeri ve 48,64 saniye

ile besinci sirada yer almaktadir.

50.000 gozlemli gercek veriden elde edilen sonuglara gore en diisiik MSE degeri (3,1782) ve
86.127,90 saniye ile genetik algoritma ilk sirada, Heaton tarafindan onerilen kurallarla olusturulan ag
3,1857 MSE degeri ve 854,33 saniye ile ikinci sirada, 3,1979 MSE degeri ile 870,83 saniye ile Faktor
Analizi Giglincii sirada, Huang tarafindan 6nerilen tek katmanli ag 3,2181 MSE degeri ve 902,71 saniye
ile dordiincii sirada ve Huang tarafindan onerilen ¢ift katmanl ag 3,2243 MSE degeri ve 859,18 saniye

ile besinci sirada yer almaktadir.

Gergek ve teorik veriler karsilagtirildiginda siralamadaki ilk {i¢ yontemin sirasiyla genetik
algoritma, Heaton Onerisi ve Faktér Analizinin degismedigi ancak Huang tarafindan Onerilen ¢ift
katmanli yontemin teorik veriler i¢in daha iyi sonuglar verirken gergek verilerde tek katmanli yonteme

gore daha diisiik sonuglar verdigi tespit edilmistir.

Gergek ve teorik veriler {izerinde her yontem 30 kez tekrar edilmis ve elde edilen sonuglar
birlestirilerek Kruskal — Wallis yontemi ile aralarinda istatistiksel olarak anlaml bir fark olup olmadig1
incelenmistir. incelenen sonuglar kapsaminda hem teorik hem de gergek verilere ait Kruskal — Wallis
testleri sonucunda yontemlerden en az birinin diger yontemlerden farkli oldugu goriilmiistiir. Farkh
yontemlerin tespit edilmesi amaciyla Post-Hoc analizine gecilmis ve yontemler ikili olarak

karsilastirilmastir.

Teorik verilere ait Post-Hoc testlerinin sonuglarina gére MSE degeri bakimindan en diisiik tespit
edilen genetik algoritmaya ait sonuglarda p degerlerinin %5 anlam diizeyinin altinda oldugu tespit
edilmistir. Genetik algoritma ile olusturulan agin performansi diger yontemlere gore istatistiksel agidan
farklidir. Heaton yontemi ile diger yontemler kargilagtirildiginda Faktor Analizi ile istatistiksel olarak

benzer sonuclar gosterdigi, Huang’a ait ¢ift ve tek katmanli yontemlerden istatistiksel agidan daha iyi
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bir performans gosterdigi goriilmiistiir. Faktor analizi ile Huang’a ait yontemler karsilastirildiginda
istatistiksel acidan daha iyi performans verdigi tespit edilmistir. Huang’a ait yontemler de birbiri ile
karsilagtirildiginda ¢ift katmanli yontemin istatistiksel agidan tek katmanli yonteme gore daha iyi

performans verdigi belirlenmistir.

Teorik veriler gore, genetik algoritma en iyi performans ile birinci sirada, Heaton yontemi ve
Faktor Analizi benzer sonuglar1 gostererek ikinci sirada, Huang ¢ift katmanl ag ii¢lincii sirada ve Huang

tek katmanl ag dordiincii sirada oldugu belirlenmistir.

Teorik veriler ilizerinde benzer sonuglar1 gosteren Heaton yontemi ve Faktoér Analizine ait
siireler Mann Whitney U Testi ile karsilastirilmis ve siireleri arasinda istatistiksel agidan fark olmadigi

tespit edilmistir.

Gergek verilere ait Post-Hoc testlerine ait sonuglara gore MSE degeri bakimindan en diigiik
tespit edilen genetik algoritmaya ait sonuglarda p degerleri %5’in altinda elde edilmistir. Genetik
algoritma ile olusturulan agin performansi diger yontemlere gore istatistiksel agidan farklidir. Heaton
yontemi ile diger yontemler karsilastirildiginda Faktor Analizi ve Huang’a ait tek katmanli yontem ile
istatistiksel olarak benzer sonuglar gosterdigi, Huang’a ait ¢ift katmanli yontemden istatistiksel agidan
daha iyi bir performans gosterdigi tespit edilmistir. Faktdr analizi yontemi ile diger yontemler
kargilagtinldiginda Huang’a ait tek katmanli yontem ile istatistiksel olarak benzer sonuglar gosterdigi,
Huang’a ait ¢ift katmanl yontemden istatistiksel agidan daha iyi bir performans gosterdigi tespit
edilmistir. Huang’a ait yontemler de birbiri ile karsilastirildiginda tek katmanli yontemin istatistiksel

acidan ¢ift katmanli yonteme gore daha iyi performans verdigi belirlenmistir.

Gergek veriler gore, genetik algoritmanin en iyi performans ile birinci sirada, Heaton yontemi,
Faktor Analizi ve Huang tek katmanli yontemlerin benzer sonuglari gostererek ikinci sirada, Huang ¢ift

katmanli yonteminin iiglincii sirada oldugu belirlenmistir.

Gergek veriler lizerinde benzer performans gosteren Heaton yontemi, Faktér Analizi ve Huang
tek katmanli yontemlere ait siireler Kruskal Wallis analizi ile karsilastirilmig ve siireler agisindan
istatistiksel olarak bir fark tespit edilmistir. Ikili karsilastirmalar sonucunda siireler agisindan
yontemlerin hepsinin birbirinden istatistiksel olarak farkli oldugu, Heaton yoOnteminin diger
yontemlerden daha hizli oldugu, ikinci sirada Faktor Analizinin oldugu ve benzer MSE degeri gésteren

yontemler arasinda en yavas olanin Huang tek katmanli yontem oldugu tespit edilmistir.

Bu ¢aligma, derin 6grenme modellerinin uygulanmasinda genetik algoritma, Heaton tarafindan
oOnerilen kurallar, Faktdr Analizi ve Huang'un 6nerdigi tek ve ¢ift katmanli aglar arasinda karsilagtirmali
bir analiz sunarak, bu yontemlerin teorik ve gergek verilere gore performanslarini degerlendirmistir.

Teorik verilere dayali sonuglar, genetik algoritmanin en diisiik MSE ile birinci sirada yer aldigini
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gosterirken, gercek verilere dayali sonuglar benzer bir siralamayi ortaya koymustur. Bu ¢alisma, genetik
algoritmanin one ¢iktig1 ve gesitli durumlarda diger yontemlerden daha etkili oldugu bir perspektif
sunmaktadir. Ayrica, ¢alismada Heaton tarafindan onerilen kurallarin ve Faktdr Analizinin benzer
sonuclar gosterdigi tespit edilmistir. Ancak, Huang'un 6nerdigi tek katmanl agin gergek verilerde daha
iyi performans gosterdigi, teorik verilere gore ise ¢ift katmanli agin daha iyi sonuglar verdigi ilging bir

bulgu olarak 6ne ¢ikmustir.

Sinirlamalar agisindan, bu calismanin belirli bir veri seti tlizerinde gergeklestirildigi ve
sonuglarin genelleme yeteneginin bu veri setiyle sinirli oldugu belirtilmelidir. Ayrica, derin 6grenme
modellerinin hiper parametrelerinin belirlenmesindeki yontemlerin etkisi iizerine daha fazla detay
verilebilirdi. Bununla birlikte, bu ¢alisma, derin 6grenme modellerinin Gnerilen yontemlerle
kargilagtinlmasinda genis bir perspektif sunmakta ve gelecekteki c¢aligmalar igin bir temel

olusturmaktadir.

Gelecekte yapilacak aragtirmalarda, oOncelikle farkli derin 6grenme modellerinin veya
optimizasyon yontemlerinin bu spesifik uygulama baglaminda daha ayrintili bir sekilde incelenmesi
uygun olacaktir. Yapilan ¢aligmada genetik algoritma, Heaton tarafindan onerilen kurallar, Faktor
Analizi ve Huang tarafindan 6nerilen ¢ift ve tek katmanli aglar karsilagtirilmistir, ancak literatiirde daha
yeni gelistirilen yontemler ve modellerin performansi da degerlendirilebilir. Ayrica, farkli boyutlardaki
veri setleri iizerinde yapilan deneyler, model performansinin genellemesi ve giivenilirligi agisindan
onemlidir. Farkli boyutlardaki veri setleri iizerinde yapilan deneyler, 6zellikle e-ticaret ve perakende
sektorlerindeki gercek diinya uygulamalarini daha iyi anlamak i¢in degerli bilgiler sunabilir. Ayrica,
model optimizasyonu ve hiper parametre ayarinda daha ileri diizeyde arastirmalar, hem hesaplama
kaynaklarini daha etkili kullanma hem de daha iyi performans elde etme agisindan degerli olacaktir. Bu
oOneriler, derin 6grenme tabanl yontemlerin bu 6zel uygulama baglaminda daha da gelistirilmesine ve

iyilestirilmesine yonelik gelecek arastirmalara rehberlik edebilir.
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EKLER

Ek — 1 Teorik Verilere Ait Sonuclar

Huang Tek Katman (775) Huang ilk Gizli Katman (574) ikinci Katman (387) Heaton Tek Katman (10)
Tekrar MSE Siire Tekrar MSE Siire Tekrar MSE Siire
1 1,013844609 28,15901136 1 1,010131359 32,7699976| 1 1,010445476 18,98092794
2 1,013064265 39,85384393] 2 1,009847164 26,50722599 2 1,010310173 17,01889682
3 1,013002872 45,00000954] 3 1,018698692 18,34480095 3 1,011348367 16,93442965
4 1,011913896 49,05450726| 4 1,016165376 17,38955879) 4 1,009651899 15,10293579
5 1,012030125 41,47610569 5 1,009878516 26,60469031 5 1,009994984 15,59633136
6 1,012843013 36,08983731 6 1,01066339] 37,2921741 6 1,011129856 17,95880842
7 1,012714744 42,79776502 7 1,011171937 25,72393632 7 1,010069966 26,97633362
8 1,011833787 36,66634464 8 1,011617064 22,83298492 8 1,010623932 20,95149732,
9 1,016439676 40,32833838 9 1,013601184 30,56828618| 9 1,010011673 19,15042973
10 1,014290094 63,69728351 10 1,010354877 22,2369628| 10 1,010166526 21,1950984]
11 1,015906334 37,40296102 11 1,012595057, 24,46628857 11 1,009842634 25,78789163|
12 1,012494087 49,42411399] 12 1,013413906 29,48654127 12 1,010593534 16,39607334
13 1,013247013 54,71202016 13 1,009836674 20,35889292 13 1,010159373 20,81034231
14 1,013450503 38,86287713] 14 1,010117412 16,28184819) 14 1,010824561 15,22358251
15 1,014252782 89,44826841 15 1,01005733 21,73026466 15 1,009816527, 22,41037655|
16 1,013105512 50,28330231 16 1,009788871 20,85891533 16 1,010303855 15,50511479
17 1,013496637 46,54898739] 17 1,015014648 27,96304917 17 1,010077715 17,23275733]
18 1,019517064 45,04677796] 18 1,010355711 30,15784955 18 1,010789871 25,41018963|
19 1,013294578 41,60271931 19 1,014847517 19,51499319) 19 1,009956598 15,62959075|
20 1,011867523 55,60937142, 20 1,013429403 22,57060218] 20 1,010457397 21,62544727
21 1,011613846 51,94862843| 21 1,012855411 17,4539423 21 1,010167599 16,17108941
22 1,01243937 51,37375832, 22 1,010594964 20,91700101 22 1,010556817 14,51322293
23 1,016383648 40,8248992] 23 1,014886856) 18,8785212] 23 1,010940075 14,35816145]
24 1,016265273 56,04377246 24 1,016156435 27,87702179 24 1,010246038 15,41420078
25 1,013356805 84,90818 25 1,011018038 17,42941332) 25 1,011836648 14,3213222]
26 1,012531996 47,47027922] 26 1,00990963 30,66114807, 26 1,010007024 18,90092802]
27 1,013359427 43,67609692 27 1,012626886 17,06591225 27 1,010561466 17,67754245
28 1,013000727 51,35836959 28 1,011714697, 20,29355216 28 1,010066509 14,59001493|
29 1,012502432 50,40485191 29 1,01001811 17,35607004 29 1,010266185 15,25883293
30 1,01299119 49,00421953 30 1,016661286) 16,95811725 30 1,010564923 15,12587452]
Ort 1,013568461 48,63591671 Ort 1,012267613 23,28501875 Ort 1,01039294] 18,07427483
Faktor Analizi (8) Genetik Algoritma (64)
Tekrar MSE Siire Tekrar MSE Siire
1 1,011238694 17,74292731 1 1,0096 4893,6000
2 1,009751439 19,88122606) 2 1,0094] 4507,8000
3 1,010422111 23,78185153] 3 1,0095 4323,0000
4 1,010049939 18,32704735 4 1,0093 6784,8000
5 1,01075995 16,75764632] 5 1,0095 5394,6000)
6 1,010896921 19,6120379] 6 1,0096, 4830,0000
7 1,010029435 23,0721395] 7 1,0094] 3223,8000)
8 1,010080814 15,35238409 8 1,0093 3912,6000
9 1,009866357 21,03412104 9 1,0093 6904,8000
10 1,009968162 22,32251692, 10 1,0094 4143,0000
11 1,011902452 15,20686507| 11 1,0096| 4822,8000
12 1,010078073 14,084795 12 1,0096, 5521,8000)
13 1,01066339 22,7542789) 13 1,0096| 4669,8000
14 1,012140632 19,98534036 14 1,0096, 4461,6000
15 1,009818196 21,47955108, 15 1,0096] 4488,0000
16 1,011112452 15,70108151 16 1,0095 4705,8000
17 1,009996891 16,36264205| 17 1,0095 3604,8000)
18 1,010510683 14,81447029 18 1,0091 4467,0000
19 1,009780884 16,9663806) 19 1,0096] 5788,8000)
20 1,010989666 17,59120965 20 1,0096 5775,0000
21 1,010130286 18,66983604] 21 1,0095 3607,8000)
22 1,010694981 20,62041068, 22 1,0094 6673,8000)
23 1,010118008 17,29742289) 23 1,0096| 10410,6000
24 1,01085031 15,37522221 24 1,0095 4185,0000
25 1,010011673 16,6949141 25 1,0095 3709,8000)
26 1,010227442 13,42302537| 26 1,0096| 4437,0000
27 1,010499716 14,79084301 27 1,0095 5313,0000
28 1,010210276 13,25774169) 28 1,0096] 4222,8000
29 1,011722803 18,28726578 29 1,0095 7489,8000)
30 1,009929061 13,24690008| 30 1,0087| 10404,0000
Ort 1,010481723 17,81646981 Ort 1,0095 5255,9000)
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Ek — 2 Gercek Verilere Ait Sonuglar

Huang Tek Katman (775) Huang ilk Gizli Katman (574) ikinci Katman (387) Heaton Tek Katman (604)
Tekrar MSE Siire Tekrar MSE Siire Tekrar MSE Siire
1 3,182452679. 898,2016656} 1 3.211458921 905,7949605, 1 3,203653336 856,3116629
2 3,181602955 908,8281803| 2 3,192945957 879,34026) 2 3,179166079 866,1162772
3 3,226835728 883,6889303 3 3,183351278 883,574609) 3 3,181607962 845,7483916
4 3,191046238 875,3050482 4 3,213840008 882,3265834] 4 3,182210445 845,1138785)
5 3,195027351 868,2659526] 5 3,262513161 892,3826849) 5 3,181900978 841,2505665|
6 3,183797359. 921,3718088| 6 3,278428793 887,0942926) 6 3,184716463 846,0373771
7 3,181941509. 969,6646097, 7 3,197621584 876,3372033 7 3,182892561 840,74982
8 3,181970835 919,8885188| 8 3,266379833 886,7560284| 8 3,182575464 853,724757|
9 4,008738041 923,6674728, 9 3,20540309)| 879,8880935 9 3,256515265 866,3793075|
10 3,183134794 906,2193182, 10 3,228445768 874,95961 10 3,18022418| 848,113971
11 3,182017326. 936,1636071 11 3,209302187 885,9029484] 11 3,180253267 855,3002756
12 3,179840088 950,4032245) 12 3,275287867 887,9726353 12 3,182031631 848,5912707
13 3,225164652. 920,9180341 13 3,187841892 851,7468808| 13 3,181668997 862,2928467
14 3,187620163 934,0962374 14 3,182407379 832,1428034] 14 3,183376074 831,8266981
15 3,179370403 910,1065862 15 3,245693207 845,7768943 15 3,181297302 843,1038401
16 3,180964231 937,6170852, 16 3,230013132 842,0269339) 16 3,185084105 828,7903986
17 3,181392908! 870,8812714 17 3,266971588 844,6221371 17 3,181453228 845,938477|
18 3,183238745 926,7669413| 18 3,211651802 840,7776816) 18 3,18341589) 859,0324302,
19 3,222468853 853,8811758, 19 3,193544626 838,1665826) 19 3,18249011 871,9474897
20 3,252556324 858,3025982, 20 3,326534748 841,5995259) 20 3.181447983 835,8788235)
21 3,185450077. 851,3846815) 21 3,207489729 837,7332933 21 3,179930687 890,6757653|
22 3,18073678 851,0632248, 22 3,204936504 841,4970818| 22 3,180692673 898,7503901
23 3,196378469 861,9611015] 28] 3,200445414 838,2351978 8] 3,187274694 918,7640417
24 3,17903018 893,1382303| 24 3,207854986 837,5093057, 24 3,183269024 872,0734124
25 3,182270527 911,0850148| 25 3,239323139 844,0859041 25 3,180510044 843,4160752
26 3,182179928 905,9062679 26 3,186469316 838,9526908| 26 3,191590548 835,1035964
27 3,197505236 905,7195003| 27 3,217571497 841,6510971 27 3,185188293 851,5556271
28 3,180079699: 912,4914525) 28 3,220357895! 842,0283766) 28 3,180712461 828,5940821
29 3,185247898 936,4141717 29 3,221914053 848,4864867, 29 3,18201828| 839,9306409
30 3,182009935 877,8659499 30 3,253671885 845,9518669) 30 3,181734562 858,8151267
Ort 3,218068997 902,7089287| Ort 3,224322375 859,177355 Ort 3,185696753 854,3309106)
Faktor Analizi (751) Genetik Algoritma (128)
Tekrar MSE Siire Tekrar MSE Siire
1 3,181943655! 896,3887644] 1 3.1779] 79554,00]
2 3,195803165 869,0999019 2 3,1778 84796,80
3 3,377578974 844,3406923 3 3,1784] 87280,80
4 3,18125701 836,9307222 4 3,1775 77530,80)
5 3,196771383 921,5056121 5 3,1785 78924,60)
6 3,184253216 888,1269517 6 3,1771 82836,60
7 3218111515 858,8600984] 7 3,1787| 86892,60
8 3,182342768 855,3602815 8 3,178 102232,80)
9 3,18195343 845,6821086 9 3,1785 94227,00]
10 3,180901766 859,7712133| 10 3,1776] 85393,80]
11 3,180480719: 856,457062 11 3,1783 95041,80]
12 3,182122946 864,0690238, 12 3,1784] 90006,00)
13 3,18013072 860,5825739 13 3,1785 87153,00]
14 3,261842489 848,5706487 14 3,1784] 85794,00]
15 3,1815207 874,8885529 15 3,1785 83809,80]
16 3,182808876 855,9104762, 16 3,1783 94366,80)
17 3,183099508! 882,9458663| 17 3,1787, 75417,00]
18 3,181652069 848,3069727 18 3,1784] 92811,60)
19 3,184412718 882,6642699 19 3,1776] 93391,80]
20 3,199419975 865,6764307 20 3.1779] 87076,80]
21 3,18101716, 880,039907| 21 3,178 89152,80]
22 3,304522753 895,5670121 22 3,1779] 73755,60]
23 3,17923665 903,2369463| 23 3,1783 88084,80]
24 3,181632996 884,5667193| 24 3,1782] 86550,60)
25 3,181634188 884,9738379 25 3,1785 74900,40)
26 3,18138957 871,8581777 26 3,1781 87415,80]
27 3,179522753 894,4119022, 27 3,1782 82021,80]
28 3,186053514 859,5959768, 28 3,178 85819,80)
29 3,18117857 877,1786067 29 3,1782 78330,00]
30 3,181583166. 857,3247032, 30 3,1785 93267,60)
Ort 3,197872631 870,8297338 Ort 3,178163333 86127,92
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Ek — 3 Web Scrapping Kodlan

import time

from bs4 import BeautifulSoup

import undetected_chromedriver as uc

from nordvpn_switcher import initialize_VPN, rotate_VPN
from csv import writer

def main():
initialize_VPN(stored_settings=1)
my_file = open("websites.txt", "r")
data = my_file.read()
websites = data.split("\n")

for hata in range(3):
try:
my_file = open("websites.txt", "r")
data = my_file.read()
websites = data.split("\n")
for website in websites:
index = websites.index(website)
if index % 10 == 0:
rotate_VPN()
driver = uc.Chrome()
driver.get(website)
time.sleep(3)
driver.refresh()
else:
driver.get(website)
try:
soup = BeautifulSoup(driver.page_source,
"html.parser")
links = soup.find_all(
"td", {"class": "searchResultsLargeThumbnail"}
)

for link in links:
site = link.find("a").get("href")
with open("links.txt", "a") as file:
content = site + "\n"
file.write(content)
file.close()
except:
pass
time.sleep(2)
if index % 10 == 9:
driver.close()

try:
with open("websites.txt", "r") as fr:
lines = fr.readlines()

with open("websites.txt", "w") as fw:
for line in lines:
if line.strip("\n") != website:
fw.write(line)
print(
"Deleted "

95




website

n ( n

str(index + 1)

II/ n

str(len(websites) + 1)
n ) n

+ 4+ + + +

)
except:
print("Oops! Bir hata meydana geldi")

except Exception as e:
print(e)

while True:
try:
my_file = open("links.txt", "r")
data = my_file.read()
links = data.split("\n")
for link in links:
index = links.index(1link)
house_link = "https://www.sahibinden.com" + 1link
if index % 10 == 0:
rotate_VPN()
options = uc.ChromeOptions()
options.headless = True
driver = uc.Chrome(options=options)
driver.get(house_1l1ink)
time.sleep(3)
driver.refresh()
else:
driver.get(house_1l1ink)

try:
soup = BeautifulSoup(driver.page_source,
"html.parser")
try:
bot_check = soup.find("a", {"class": "error-page-
logo"})
if bot_check:
driver.close()
rotate_VPN()
options2 = uc.ChromeOptions()
options2.headless = True
driver = uc.Chrome(options=options2)
driver.get(house_1l1ink)
time.sleep(3)
driver.refresh()
soup = BeautifulSoup(driver.page_source,
"html.parser")
else:
pass
except:
pass
price = (
soup.find("div", {"class": "classifiedInfo"})
.find("h3")

.get_text()
split("\n")[1]
.replace(ll II, IIII)
.replace(".", "")
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.replace("TL", "")

)
ilce = (

soup.find("div", {"class":

.find("h2")
find_all("a")[1]
.get_text()
.replace(ll II, IIII)
.replace("\n", "")
)
mahalle = (

soup.find("div", {"class":

.find("h2")
find_all("a")[2]
.get_text()
.replace(" ", "")
.replace("\n", "")

)

brut = (
soup.find("ul", {"class":
.find_all("span")[3]
.get_text()
.replace(" ", "")
.replace("\t", "")
.replace("\n", "")

)

net = (
soup.find("ul", {"class":
.find_all("span")[4]
.get_text()
.replace(" ", "")
.replace("\t", "")
.replace("\n", "")

)

oda_sayisi = (
soup.find("ul", {"class":
.find_all("span")[5]
.get_text()
.replace(" ", "")
.replace("\t", "")
.replace("\n", "")

)

bina_yasi = (
soup.find("ul", {"class":
.find_all("span")[6]
.get_text()
.replace(" ", "")
.replace("\t", "")
.replace("\n", "")

)

bulundugu_kat = (
soup.find("ul", {"class":
.find_all("span")[7]
.get_text()
.replace(" ", "")
.replace("\t", "")
.replace("\n", "")

)

kat_sayisi = (
soup.find("ul", {"class":

"classifiedInfo"})

"classifiedInfo"})

"classifiedInfoList"})

"classifiedInfoList"})

"classifiedInfolList"})

"classifiedInfoList"})

"classifiedInfoList"})

"classifiedInfolList"})
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.find_all("span")[8]
.get_text()
.replace(" ", "")
.replace("\t", "")
.replace("\n", "")

)

isitma = (
soup.find("ul", {"class":
.find_all("span")[9]
.get_text()
.replace("\t", "")
.replace(" ", "")
.replace("\n", "")

)

banyo = (
soup.find("ul", {"class":
.find_all("span")[10]
.get_text()
.replace("\t", "")
.replace(" ", "")
.replace("\n", "")

)

balkon = (
soup.find("ul", {"class":
.find_all("span")[11]
.get_text()
.replace("\t", "")
.replace(" ", "")
.replace("\n", "")

)

esyali = (
soup.find("ul", {"class":
.find_all("span")[12]
.get_text()
.replace("\t", "")
.replace(" ", "")
.replace("\n", "")

)

kullanim_durumu = (

soup.find("ul", {"class":

.find_all("span")[13]
.get_text()
.replace("\t", "")
.replace(" ", "")
.replace("\n", "")

)

site = (
soup.find("ul", {"class":
.find_all("span")[14]
.get_text()
.replace("\t", "")
.replace(" ", "")
.replace("\n", "")

)

aidat = (

soup.find("ul", {"class":

.find_all("span")[16]

.get_text()
.replace("\t", "")
.replace(ll II, n II)

"classifiedInfolList"})

"classifiedInfolList"})

"classifiedInfolList"})

"classifiedInfoList"})

"classifiedInfoList"})

"classifiedInfolList"})

"classifiedInfolList"})
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.replace("\n", "")
)
kredi = (
soup.find("ul", {"class": "classifiedInfolList"})
.find_all("span")[17]
.get_text()
.replace("\t", "")
.replace(" ", "")
.replace("\n", "")
)
tapu = (
soup.find("ul", {"class": "classifiedInfolList"})
.find_all("span")[18]
.get_text()
.replace("\t", "")
.replace(ll II, n II)
.replace("\n", "")

price,
ilce,
mahalle,
brut,
net,
oda_sayisti,
bina_yasti,
bulundugu_kat,
kat_sayisti,
isitma,
banyo,
balkon,
esyalti,
kullanim_durumu,
site,
aidat,
kredi,
tapu,

1

with open(
"houses.csv", "a", newline="", encoding="utf-8"
) as f_object:
writer_object = writer(f_object, delimiter=",")
writer_object.writerow(ev)
f_object.close()

except:
pass
time.sleep(2)
if index % 10 == 9:
driver.close()

try:
with open("links.txt", "r") as fr:
lines = fr.readlines()

with open("links.txt", "w") as fw:
for 1ine in lines:
if line.strip("\n") != link:
fw.write(line)
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print(
"Deleted "
+ link
n ( n
str(index + 1)
II/ n
str(len(links) + 1)
n ) n

+ 4+ + + +

)
except:

print("Oops! Bir hata meydana geldi")
except Exception as e:
print(e)

if __name__ == "__main__":
main( )
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Ek — 4 Derin Ogrenme ve Genetik Algoritma Kodlar

import logging

from keras.models import Sequential

from keras.layers import Dense, Dropout

from keras.callbacks import EarlyStopping

import random

from functools import reduce

from operator import add

from tqdm import tqdm

from pandas import read_excel

from sklearn.preprocessing import StandardScaler
from sklearn.model_selection import train_test_split
from time import time

import csv

# Helper: Early stopping.
early_stopper = EarlyStopping(patience=5)

def get_data(dataset_path):
batch_size = 64
input_shape = (910,)

data = read_excel(dataset_path)
scaler = StandardScaler()
scaled_data = scaler.fit_transform(data)
res = train_test_split(
scaled_data, train_size=0.630308380, test_size=0.157577093,
random_state=42

)

train_data, test_data = res
x_train = train_data[:, 1:]
y_train = train_datal:, 0:1]
x_test = test_datal[:, 1:]
y_test = test_datal:, 0:1]

return (batch_size, input_shape, x_train, x_test, y_train, y_test)

def compile_model(network, input_shape):

"""Compile a sequential model.
Args:

network (dict): the parameters of the network
Returns:

a compiled network.
# Get our network parameters.
nb_layers = network["nb_layers"]
nb_neurons network[ "nb_neurons"]
activation = network["activation"]
optimizer = network["optimizer"]

model = Sequential()

# Add each layer.

for 1 in range(nb_layers):
# Need input shape for first layer.
if 1 == 0:
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model.add(Dense(nb_neurons, activation=activation,
input_shape=input_shape))
else:
model.add(Dense(nb_neurons, activation=activation))

model.add(Dropout(0.2)) # hard-coded dropout

# Output layer.
model.add(Dense(1, kernel_initializer="normal"))

model.compile(loss="MSE", optimizer=optimizer, metrics=["MSE"])

return model

def train_and_score(network, dataset_path):
"""Train the model, return test loss.
Args:
network (dict): the parameters of the network
dataset (str): Dataset to use for training/evaluating

batch_size,
input_shape,
x_tratin,
x_test,
y_train,
y_test,
) = get_data(dataset_path)

model = compile_model(network, input_shape)

model. fit(
x_tratin,
y_train,
batch_size=batch_size,
epochs=10000, # using early stopping, so no real limit
verbose=0,
validation_data=(x_test, y_test),
callbacks=[early_stopper],
)

score = model.evaluate(x_test, y_test, verbose=0)

return score[1] # 1 is accuracy. 0 is loss.

class Network:
"""Represent a network and let us operate on it.
Currently only works for an MLP.

def __init__(self, nn_param_choices=None):
"""Initialize our network.
Args:
nn_param_choices (dict): Parameters for the network,
includes:

nb_neurons (list): [64, 128, 256]
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nb_layers (list): [1, 2, 3, 4]
activation (list): ['relu', 'elu']
optimizer (list): ['rmsprop', 'adam']
self.accuracy = 0.0
self.nn_param_choices = nn_param_choices
self.network = {} # (dic): represents MLP network parameters

def create_random(self):
"""Create a random network."""
for key in self.nn_param_choices:
self.network[key] = random.choice(self.nn_param_choices[key])

def create_set(self, network):
"""Set network properties.
Args:
network (dict): The network parameters

self.network = network

def train(self, dataset_path):
"""Train the network and record the accuracy.
Args:
dataset (str): Name of dataset to use.
if self.accuracy == 0.0:
self.accuracy = train_and_score(self.network, dataset_path)

def print_network(self):
"""Print out a network."""
logging.info(self.network)
logging.info( "Network MSE: %.4f" % (self.accuracy))

class Optimizer:
"""Class that implements genetic algorithm for MLP optimization."""

def __init__(
self, nn_param_choices, retain=0.4, random_select=0.1,
mutate_chance=0.2
):
"""Create an optimizer.
Args:
nn_param_choices (dict): Possible network paremters
retain (float): Percentage of population to retain after
each generation
random_select (float): Probability of a rejected network
remaining in the population
mutate_chance (float): Probability a network will be
randomly mutated
self.mutate_chance
self.random_select
self.retain = retain
self.nn_param_choices = nn_param_choices

mutate_chance
random_select

def create_population(self, count):
"""Create a population of random networks.
Args:
count (int): Number of networks to generate, aka the
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size of the population
Returns:
(List): Population of network objects

pop []
for _ in range(0, count):
# Create a random network.
network = Network(self.nn_param_choices)

network.create_random( )

# Add the network to our population.
pop.append(network)

return pop

@staticmethod

def fitness(network):
"""Return the accuracy, which is our fitness function."""
return network.accuracy

def grade(self, pop):
"""Find average fitness for a population.
Args:
pop (list): The population of networks
Returns:
(float): The average accuracy of the population
summed = reduce(add, (self.fitness(network) for network in pop))
return summed / float((len(pop)))

def breed(self, mother, father):
"""Make two children as parts of their parents.
Args:
mother (dict): Network parameters
father (dict): Network parameters
Returns:
(List): Two network objects
children = []
for _ in range(2):
child = {}

# Loop through the parameters and pick params for the kid.
for param in self.nn_param_choices:
child[param] = random.choice(
[mother.network[param], father.network[param]]
)

# Now create a network object.
network = Network(self.nn_param_choices)
network.create_set(child)

# Randomly mutate some of the children.

if self.mutate_chance > random.random():
network = self.mutate(network)

children.append(network)

return children
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def mutate(self, network):
"""Randomly mutate one part of the network.
Args:
network (dict): The network parameters to mutate
Returns:
(Network): A randomly mutated network object
# Choose a random key.
mutation = random.choice(list(self.nn_param_choices.keys()))

# Mutate one of the params.
network.network[mutation] =
random.choice(self.nn_param_choices[mutation])

return network

def evolve(self, pop):
"""Evolve a population of networks.
Args:
pop (list): A 1list of network parameters
Returns:
(List): The evolved population of networks
# Get scores for each network.
graded = [(self.fitness(network), network) for network in pop]

# Sort on the scores.
graded = [x[1] for x in sorted(graded, key=lambda x: x[0],
reverse=False)]

# Get the number we want to keep for the next gen.
retain_length = int(len(graded) * self.retain)

# The parents are every network we want to keep.
parents = graded[:retain_length]

# For those we aren't keeping, randomly keep some anyway.
for individual in graded[retain_length:]:
if self.random_select > random.random():
parents.append(individual)

# Now find out how many spots we have left to fill.
parents_length len(parents)

desired_length len(pop) - parents_length
children = []

# Add children, which are bred from two remaining networks.
while len(children) < desired_length:

# Get a random mom and dad.

male = random.randint(0, parents_length - 1)

female = random.randint(0, parents_length - 1)

# Assuming they aren't the same network...
if male != female:

male = parents[male]

female = parents[female]

# Breed them.
babies = self.breed(male, female)
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# Add the children one at a time.
for baby in babies:
# Don't grow larger than desired length.
if len(children) < desired_length:
children.append(baby)

parents.extend(children)

return parents

# Setup logging.
logging.basicConfig(

def

def

def

format="%(asctime)s - %(levelname)s - %(message)s",
datefmt="%m/%d/%Y %IL:%M:%S S%p",
level=1logging.DEBUG,

filename="1lo0g.txt",

train_networks(networks, dataset_path):
"""Train each network.
Args:
networks (list): Current population of networks
dataset (str): Dataset to use for training/evaluating
pbar = tgdm(total=len(networks))
for network in networks:
network.train(dataset_path)
pbar.update(1)
pbar.close()

get_average_accuracy(networks):
"""Get the average accuracy for a group of networks.
Args:
networks (list): List of networks
Returns:
float: The average accuracy of a population of networks.
total_accuracy = 0
for network in networks:
total_accuracy += network.accuracy

return total_accuracy / len(networks)

generate(generations, population, nn_param_choices, dataset_path):

"""Generate a network with the genetic algorithm.

Args:
generations (int): Number of times to evole the population
population (int): Number of networks in each generation
nn_param_choices (dict): Parameter choices for networks
dataset (str): Dataset to use for training/evaluating

optimizer = Optimizer(nn_param_choices)

networks = optimizer.create_population(population)

# Evolve the generation.
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for i1 in range(generations):
logging.info("***Doing generation %d of %d***" % (1 + 1,
generations))

# Train and get accuracy for networks.
train_networks(networks, dataset_path)

# Get the average accuracy for this generation.
average_accuracy = get_average_accuracy(networks)

# Print out the average accuracy each generation.
logging.info( "Generation Average MSE: %.4f" % (average_accuracy))
logging.info("-" * 80)

# Evolve, except on the last iteration.
if i1 != generations - 1:

# Do the evolution.

networks = optimizer.evolve(networks)

# Sort our final population.
networks = sorted(networks, key=lambda x: x.accuracy, reverse=False)

# Print out the top 5 networks.
print_networks(networks[:5])

return networks[0].accuracy

def print_networks(networks):
"""Print a list of networks.
Args:
networks (list): The population of networks
logging.info("-" * 80)
for network in networks:
network.print_network()

def main():
"""Evolve a network."""
generations = 10 # Number of times to evole the population.
population = 20 # Number of networks in each generation.
dataset_path = "houses.xlsx"

nn_param_choices = {
"nb_neurons": [64, 128, 256, 512, 768, 1024],
"nb_layers": [1, 2, 3, 4],
"activation": ["relu", "elu", "tanh", "sigmoid"],
"optimizer": [
“rmsprop",
"adam",
"sgd",
"adagrad",
"adadelta",
"adamax",
"nadam",

1,
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logging. info(
"x**xEvolving %d generations with population Sd***" %

(generations, population)
)

return generate(generations, population, nn_param_choices,
dataset_path)

if __name__ == "__main__":
accuracies = []
times = []

for 1 in range(27):
start_time = time()
accuracy = main()
finish_time = time()
time_cost = finish_time - start_time
accuracies.append(accuracy)
times.append(time_cost)

with open("genetic.csv", "wb") as f:
writer = csv.writer(f)
writer.writerows(zip(accuracies, times))
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